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КІРІСПЕ
Қазіргі заманғы инженерлік жүйелер өнімділікке, энергия тиімділігіне және бейімделуге жоғары талаптар қояды. Мұндай жүйелердің негізгі элементтерінің бірі жылу алмасу құрылғылары, атап айтқанда энергетика, машина жасау, химия және авиация өнеркәсібінде кеңінен қолданылатын микропластиналы жылу алмастырғыштар болып табылады. Бұл құрылғылар шағын көлемді, үлкен жылу алмасу аймағына және жылу тасымалдағыш ағындарының тиімді бөлінуіне ие. Алайда олардың жұмысы температура, қысым, жылу тасымалдағыштың концентрациясы сияқты көптеген айнымалыларға байланысты. Бұл параметрлерді оңтайландыру жүйенің барынша тиімділігіне қол жеткізу үшін қажет, алайда дәстүрлі болжамдау және басқару әдістері бірқатар шектеулерге ие.

Зерттеу тақырыбының өзектілігі. Қазақстан Республикасының индустриялық-инновациялық дамытудың 2020-2025 жылдарға арналған мемлекеттік бағдарламасы (20.07.2022 №508 қаулысы) өнеркәсіпте цифрлық және интеллектуалдық технологияларды қолдау мен дамытуға бағытталған. Бағдарламаның негізгі мақсаты ‒ Қазақстан Республикасының өңдеуші өнеркәсібінің ішкі және сыртқы нарықтардағы бәсекеге қабілеттілігін, сонымен қатар, отандық кәсіпорындардың өнімділігін, энергия тиімділігін және тұрақтылығын арттыру [1]. Бағдарламаның негізгі бақыттары экспортты дамыту және ілгерілету, жобаларды қаржыландыру және лизингтік қаржыландыру, техникалық реттеу, метрология және стандарттау, өңдеуші өнеркәсіпке тікелей шетелдік инвестициялар тартуды ынталандыру, технологиялар мен инновацияларды дамыту және өнеркәсіптік және цифрлық инфрақұрылымды дамыту және тағы сол сияқты. Ішкі нарықты толыққанды дамыту үшін қажетті шарт ғылыми-зерттеу және инженерлік-техникалық сектордың қызметтерін дамыту болып табылады, бұл елдің ішінде құзыреттілік пен кадрлық әлеуетті қалыптастыру мүмкіндігін бере алады, ол одан әрі өндірісті оқшауландыру үшін, оның ішінде сыртқы нарықтарға бағдарланған негіз болады. Ғылыми-зерттеу және инженерлік-техникалық секторда көрсетілетін қызметтерді дамыту есебінен жинақталған білім мен қалыптасқан тәжірибе импортталатын өнімді оқшаулауда іске асырылуы қажет. Бағдарлама аясында автоматтандыру, роботтандыру және жасанды интеллектке (ЖИ, artificial intelligence, AI) негізделген жүйелер сияқты цифрлық шешімдерді енгізу бастамалары ілгерілетілуде. Бұл шешімдер өндірістік үдерістерді бақылау мен талдауды жақсартуға мүмкіндік береді.

Халықаралық тәжірибе көрсеткендей, интеллектуалды жүйелерді жобалау тұжырымдамасы, атап айтқанда қайта конфигурацияланатын блоктарды (FPGA) және жасанды интеллектке (AI) негізделген жүйелерді пайдалану өнеркәсіп саласында белсенді қолдау тауып, кеңінен қолданылуда. Атап айтқанда, Еуропа елдері мен АҚШ-та FPGA және AI негізіндегі интеллектуалдық жүйелер энергетика, жылу алмасу және өндірістік үдерістерді басқару салаларында қолданылады. Бұл жүйелер болжамдардың дәлдігін арттыру мен энергия үнемдеуге мүмкіндік береді.

Еуропалық Одақ елдері өнеркәсіп секторына арналған жоғары технологиялық шешімдер әзірлеуге бағытталған Horizon Europe (Еуропалық Одақтың зерттеу және инновациялар бағдарламасы) аясында интеллектуалдық басқару технологияларын зерттеу мен енгізуді жүзеге асыруда. Бағдарлама бағыттарының бірі – климат, энергетика және ұтқырлық. Бұл кластердің энергетикалық өлшемі энергияны сақтау саласына шоғырланған [2]. 

Сондай-ақ, Institute of Electrical and Electronics Engineers (IEEE) және International Electrotechnical Commission (IEC) сияқты халықаралық ұйымдар инженерлік шешімдер үшін қайта конфигурацияланатын және интеллектуалдық жүйелерді енгізуге бағытталған стандарттар мен ұсынымдарды әзірлеуде. Бұл стандарттар инженерлік жүйелердің сенімділігін арттыру үшін нейрондық желілерге негізделген интеллектуалдық блоктар мен алгоритмдерді қолдануды қолдайды.

Қазіргі зерттеулер көрсетіп отырғандай, әсіресе FPGA негізінде нейрондық желілерді пайдалану арқылы қайта конфигурацияланатын жүйелерді жобалау деректерді талдау мен болжам жасауда жоғары нәтижелерге қол жеткізуге мүмкіндік береді.

Жылуалмастырғыштар (ЖА) инженерлік жүйелерде маңызды рөл атқарады, себебі олар әртүрлі жұмыс орталарында, мысалы, сұйықтықтар мен газдар арасында жылуды тиімді тасымалдауды қамтамасыз етеді. Олар тамақ өнеркәсібі, мұнай өңдеу үдерістері, жаңартылатын энергия жүйелері, қалдық жылу энергиясын пайдалану сияқты түрлі салалар мен жүйелерде қолданылады. Қолдану саласына және қойылатын талаптарға байланысты жылуалмастырғыштардың өлшемі мен конфигурациясы әртүрлі болуы мүмкін.

Жылуалмастырғыштың өнімділігіне бірнеше фактор әсер етеді: қолданылатын жылуалмастырғыш түрі, оның құрамдас бөліктерінің материалы, ағындардың жылулық сипаттамалары, пайдалану жағдайлары және т.б. ЖА өнімділігін арттыру – жүйені ықшам әрі сенімді етіп құрастыруға ұмтылатын инженерлер, конструкторлар мен ғалымдар үшін ең өзекті мәселелердің бірі.

Осыған байланысты соңғы онжылдықтарда жылуалмастырғыштардағы жылу беруді күшейтуге әсер ететін әдістер мен тәсілдер ұсынылып, сыналды. Қосымша элементтерді – қабыршақтар, қалқалар, құйын генераторлары – енгізу, ЖА құрамдас бөліктерін өзгерту, қасиеттері жақсартылған сұйықтықтарды (мысалы, нано-сұйықтықтар) қолдану, сондай-ақ құрылғының өлшемі мен конфигурациясын және жұмыс жағдайларын оңтайландыру – осы құрылғылардағы жылу беруді арттыру үшін ұсынылған ең кең таралған тәсілдер мен әдістердің қатарына жатады [3].

Дәстүрлі жылуалмастырғыштарға қарағанда өлшемі әлдеқайда кіші микрожылуалмастырғыштар соңғы онжылдықтарда үлкен қызығушылыққа ие бола бастады.

Осылайша, диссертациялық жұмыстың өзектілігі ‒ жылуалмастырғыштардың жылулық сипаттамаларын жоғары дәлдікпен және салыстырмалы түрде төмен есептеу шығындарымен бағалау үшін интеллектуалды әдістерді жобалау қажеттігімен анықталады.

Ұсынылған интеллектуалды әдістерге негізделген модельдерді пайдалану арқылы, жылуалмастырғыштарды жобалауды оңтайландыруға болады, бұл ретте модельде қолданылатын кіріс деректерін оңтайландыру және жобалау алгоритмдерінің айнымалылары ретінде қарастырып, жақсы өнімділікке ие жылуалмастырғыштарды жобалау мүмкіндігі туады.

Диссертациялық зерттеудің мақсаты. Зерттеудің мақсаты –  гибридті наносұйықтықты қолдана отырып, микрожылуалмастырғыштағы Нуссельт санын анықтауға арналған интеллектуалды әдістерге негізделген модельдерді әзірлеу, сондай-ақ қайта конфигурацияланатын FPGA платформасында жылуалмастырғыш үшін интеллектуалды болжауыштарды жүзеге асыру және нейрондық желілерді пайдалана отырып, инженерлік жүйелердің өнімділігін талдау және болжауға арналған қайта конфигурацияланатын интеллектуалды блоктарды зерттеу.

Зерттеудің мақсатына сәйкес келесі міндеттер анықталды:

Біркристалды жүйелерді жобалау саласының қазіргі жағдайына шолу жасау.
Микропластиналы жылу алмастырғыш өнімділігін талдау үшін нейрондық желінің (MLP) алгоритмін әзірлеу және іске асыру.

Сезімталдықты талдау үшін қолданылатын әдістер мен алгоритмдер ұсыну.

Деректерді өңдеу әдістерін зерттеу және оларды бейімделгіш басқару жүйелерін құру үшін нейрондық желілермен интеграциялау.

Қайта конфигурацияланатын технологиялардың қазіргі жағдайы мен тенденциялары және олардың инженерлік жүйелердегі қолдануын талдау.

Талдау және болжау алгоритмдерін тиімді іске асыруды қамтамасыз ететін FPGA негізіндегі интеллектуалдық блоктың архитектурасын әзірлеу.

Зерттеудің ғылыми жаңалығы. Осы жұмыста микропластинкалы жылуалмастырғыштағы Нуссельт санын моделдеу үшін екі түрлі жасанды нейрондық желі түрі – аргументтерді топтық есепке алу әдісі (GMDH) және көпқабатты перцептрон (MLP) қолданылды. Бұл әдістер гибридті наносұйықтықты пайдалану мысалында алғаш рет ұсынылып отыр. Сонымен қатар, эксперименттік жұмыста қарастырылған үш айнымалының маңыздылығы мен әсер ету деңгейін бағалау үшін сезімталдықты талдау жүргізілді, бұл зерттеудің ғылыми жаңалығы болып табылады.

Ұсынылған модельдердің өнімділігі түрлі статистикалық критерийлер (мысалы, детерминация коэффициенті R², орташа абсолютті салыстырмалы ауытқу (AARD) және орташа квадраттық қате (MSE) бойынша салыстырылды.

Эксперимент нәтижелері дәстүрлі басқару әдістерімен салыстырғанда жүйелердің өнімділігі мен сенімділігінің айтарлықтай артқанын көрсетті.

Осылайша, бұл зерттеу инженерлік жүйелерді басқару технологияларын дамытуға үлес қосып, деректерді талдау мен болжаудың жаңа тәсілдерін ұсынады. Бұл тәсілдер өнеркәсіптің әртүрлі салаларында сәтті қолданылуы мүмкін.

Зерттеу жұмысының практикалық маңызы. Бұл жұмыстың практикалық маңызы қайта конфигурацияланатын интеллектуалды блоктардың әзірленуі мен енгізілуінде, олар инженерлік жүйелерде жылу процестерін басқарудың тиімділігін арттыруға ықпал етеді. Және де жұмыста ұсынылған интеллектуалды әдістер (MLP және GMDH нейрондық желілері) негізінде микропластинкалы жылуалмастырғыштың жұмыс өнімділігін болжау мен оңтайландыру инженерлік жүйелердің тиімділігін арттыруға мүмкіндік береді. Ұсынылған интеллектуалды әдістер арқылы жылуалмастырғыш құрылғыларын жобалау кезеңінде дәл болжамдар алуға, жұмыс режимдерін нақты басқаруға, энергия тиімділігін жоғарылатуға және өндірістік шығындарды азайтуға жағдай жасайды.

Сонымен, жұмыстың практикалық маңызы оның технологияларды басқаруды дамытуға қосқан үлесінде, бұл инженерлік жүйелердің тиімділігін, сенімділігін және сапасын арттыруға мүмкіндік береді, бұл қазіргі заманғы өндіріс пен бизнестің маңызына сай келеді.

Зерттеу нысаны ‒ жылу процестерін басқару саласында инженерлік жүйелердің өнімділігін талдау және болжау үшін қолданылатын жасанды нейрондық желілер мен реконфигурацияланатын интеллектуалды блоктар.

Зерттеу пәні ‒ микропластинкалы жылуалмастырғыштың жұмыс өнімділігін жасанды интеллект әдістері арқылы талдау және болжау тәсілдері.

Яғни, MLP және GMDH секілді нейрондық желілерді пайдаланып, осы жылуалмастырғыштың өнімділігіне әсер ететін параметрлерді, яғни пластинаның биіктігі, нано материалдарының концентрациясы және Рейнольдс санын зерттеу мен модельдеу әдістері.

Зерттеу әдістері ‒ теориялық және эксперименттік зерттеулер, математикалық және компьютерлік модельдеу, алгоритмдеу және аппараттық құрылғыларды VHDL аппараттық сипаттау тілінде әзірлеу. Сонымен қатар, осы жұмыста қайта конфигурацияланатын интеллектуалды блоктарды әзірлеу және талдауға кешенді көзқарасты қамтамасыз ететін келесі зерттеу әдістері қолданылады:

Аналитикалық әдіс: Қайта конфигурацияланатын технологиялар, нейрондық желілер және олардың инженерлік жүйелерді басқаруда қолданылуы туралы қазіргі жағдай мен үрдістерді талдау жүргізілді. Бұл әдіс саладағы негізгі мәселелер мен қажеттіліктерді анықтауға, сондай-ақ әрі қарай зерттеу бағыттарын негіздеуге мүмкіндік береді.

Эксперименттік әдіс: Ұсынылған шешімдерді тексеру үшін қолданылады. Эксперименттік зерттеу интеллектуалды блоктардың прототиптерін әзірлеуді және оларды нақты инженерлік жүйелерде, мысалы, микропластиналық жылу алмастырғыштарда тексеруді қамтиды. Өнімділіктің енгізілгенге дейінгі және кейінгі салыстырмалы талдауы әзірленген шешімдердің тиімділігін бағалауға мүмкіндік береді.

Модельдеу: Инженерлік жүйелердің виртуалды модельдерін жасау және олардың түрлі жұмыс режимдеріндегі мінез-құлқын талдау үшін математикалық және компьютерлік модельдеу әдістері қолданылады. Модельдеу түрлі басқару және болжау алгоритмдерін тексеруге, сондай-ақ олардың өнімділікке әсерін бағалауға мүмкіндік береді.

Машиналық оқыту әдістері: Көпқабатты перцептрондар (MLP) және басқа нейрондық желілерді әзірлеу және оқыту үшін қолданылады. Машиналық оқыту әдістерінің қолданылуы деректердегі күрделі тәуелділіктер мен заңдылықтарды анықтауға мүмкіндік береді, бұл адаптивті басқару жүйелерін құрудың негізі болып табылады.

Топтық деректерді өңдеу әдісі (GMDH): Деректерді талдау және өңдеу үшін енгізіледі, бұл бірнеше ақпарат көздерін және олардың өзара байланыстарын ескеру мүмкіндігін береді. Бұл әдіс болжау дәлдігін және жүйелердің шуға төзімділігін арттыруға көмектеседі.

Осы әдістердің қолданылуы зерттеуге кешенді тәсілді қамтамасыз етеді, бұл мәселелерді тереңірек түсінуге және инженерлік жүйелердегі жылу процестерін басқару үшін тиімді шешімдер әзірлеуге ықпал етеді.

Қорғауға ұсынылатын негізгі қағидалар: 

Интеллектуалды әдістер негізінде микрожылу алмастырғыштағы Нуссельт санының мәнін бағалау үшін гибридті наносұйықтықты қолдана отырып, модельдер әзірлеу;
Модельдердегі енгізу деректерінің маңыздылығын бағалау үшін сезімталдық анализін жүргізу;
MLP (көпқабатты перцептрон) нейронды желінің жұмысын жылдамдату мақсатында FPGA негізінде аппараттық архитектурасы құрастыру.
GMDH Shell бағдарламалық қамтамасыз етуін қолдана отырып, деректерді талдау және модельдеу процесін автоматтандыру.

Алынған нәтижелердің сенімділігі. Диссертациялық жұмыста алынған  теориялық және практикалық нәтижелердің, ережелер мен қортындылардың негізділігі мен сенімділігі дәлелденген ережелер мен зерттеу әдістерін қолдануға, жаңа нәтижелердің белгілі теориялық ережелерге сәйкестілігіне және зерттеу эксперименттік зерттеу нәтижелеріне негізделген. 

Ізденушінің қосқан жеке үлесі. Диссертацияда көрсетілген нәтижелерді зерттеуді ізденуші ғылыми қызмет процесінде жеке өзі жүргізді. Ізденуші жобаланған интелектуалды блокты және ұсынылған талдау әдістерін жүзеге асыратын көпқабатты перцептронды әзірледі. Эксперименттік және теориялық нәтижелер алынып, қорғауға ұсынылды. Диссертация авторының бірлескен авторлық жұмысқа қосқан үлесі - әдістер мен алгоримтдерді әзірлеу, сондай - ақ зерттеу нәтижелерін жариялауға ұсыну.

Диссертация нәтижелерінің апробациясы. Диссертациялық жұмыстың негізгі нәтижелері Л.Н. Гумилев атындағы Евразия ұлттық университетінің семинарларында, сондай-ақ халықаралық конференцияларда баяндалды:

1-ші халықаралық ғылыми-практикалық конференция «Интеллектуалдық ақпараттық және коммуникациялық технологиялар – «Қазақстан-2050» стратегиясы аясында үшінші индустриалды революцияны жүзеге асыру құралы». Астана, 2013 жыл.

2-ші халықаралық ғылыми-практикалық конференция «Интеллектуалдық ақпараттық және коммуникациялық технологиялар – «Қазақстан-2050» стратегиясы аясында үшінші индустриалды революцияны жүзеге асыру құралы». ЕНУ им. Л.Н. Гумилева, Астана, 2014 жыл.

ҚР БҒМ БҒССҚК ұсынған ғылыми журналдарда жарияланған мақалалар:

 Характерстики и ососбенности кристаллов программируемых логических интегральных схем FPGA // Вестник ЕНУ им. Л.Н. Гумилева. – 2014. – С. 425-429.
Бағдарламалық логикалық интегралды схемалар негізіндегі сандық жүйелерде метатұрақтылық мәселені шешу жолы // Вестник ЕНУ им. Л.Н. Гумилева. – 2014. – С. 180-185.

Применение высокоуровневнего синтеза (high level synthesis) в проектировании реконфигурируемых IP блоков // Вестник ЕНУ им. Л.Н. Гумилева. – 2014. – С. 205-208.

Зерттеу нәтижелері бойынша жарияланған мақалалар, соның ішінде Web of Science және Scopus деректер базасында индекстелетін ғылыми журналдарда:

 Sensitivity Analysis and Performance Prediction of a Micro Plate Heat Exchanger by Use of Intelligent Approaches. // International Journal of Thermofluids. – 2024. – Vol. 22. – Р. 100601. 

Зерттеу нәтижелерін енгізу. Зерттеу жұмысының интеллектуалды блогын енгізу актісі, нейрондық желілер мен бағдарламаланатын логикалық интегралды схемалар негізінде әзірленген (автор – Досумбеков Е.К.), ТОО "JDM Group" компаниясында инженерлік жүйелердің өнімділігін талдау және болжау мақсатында қолданылғанын растайды (Қосымша А).

Зерттеу нәтижелері бойынша жарияланымдар. Зерттеу тақырыбы бойынша 7 ғылыми еңбек жарық көрді, олардың біреуі Scopus деректер базасында индекстелді, 3 - ҚР БҒМ БҒССҚК  ұсынған ғылыми журналдарда, 3- халықаралық және жергілікті конференциялар жинақтамаларында ғылыми мақала, диссертация нәтижелерін өндіріске енгізу туралы акт бар.

Диссертацияның көлемі мен құрылымы. Диссертациялық жұмыс кіріспеден, үш бөлімнен, қорытындыдан, пайдалынылған әдебиеттер тізімінен (85атау) және 2 қосымшадан тұрады. Жұмыстың жалпы көлемі 78 бет, оның ішінде негізгі мәтін 74 бет. Сонымен қатар зерттеу жұмысында 20 сурет және 6 кесте бар. 

Кіріспеде тандалған диссертация тақырыбының өзектілігі негізделеді, зерттеудің мақсаттары мен негізгі міндеттерін тұжырымдайды, жұмыстың жаңалығы мен практикалық маңыздылығы, таңдалған тақырып бойынша шолу жүргізіледі.

Бірінші бөлімде біркристалды жүйелерді жобалау саласының қазіргі жағдайы зерттеліп, мақсаттары айқындалады, олардың элементтік базасына шолу жасалады. Сонымен қатар автоматтандырылған жобалау жүйелері, интеллектуалды блоктарды жобалау құралдары қарастырылады және нейрондық желілерді аппаратық жүзеге асыру тәсілдері.

Екінші бөлімді интеллектуалды блоктарды жобалау кезіндегі инженерлік жүйелердің өнімділігін талдау және болжау әдіс тәсілдері көрсетілген. MLP және GMDH модельдерін жылу алмастырғыштардың өнімділігін болжауда қолдану, машиналық оқыту және нейрондық желілердің негіздерін берілген.

Үшінші бөлімде реконфигурацияланатын IP блоктарды әзірлеу және тестілеу жүршізіледі, FPGA үшін нейрондық желі модельдері негізінде интеллектуалды блоктарды әзірлеу сипатталады, FPGA негізіндегі интеллектуалды жүйенің архитектурасы анықталады.

Қорытындыда зерттеу нәтижелері қорытындыланады, қорғауға шығарылатын ережелердің ақиқатын растайтын және ділелдейтін негізгі тұжырымдар тұжырымдалады.

Қосышада зерттеудің практикалық материалдары, қолданылған программа кодтары берілген.

Автор ғылыми жетекші – техника ғылымдарының докторы, Л.Н. Гумилев атындағы Еуразия ұлттық университетінің «Компьютерлік және бағдарламалық инженерия» кафедрасының профессоры Маткаримов Бахыт Турганбаевичке, сондай-ақ шетелдік кеңесшілер – техника ғылымдарының докторы, доцент Зюбин Владимир Евгеньевичке (Автоматика және электрометрия институты СО РАН, Новосибирск, Ресей) және техника ғылымдарының докторы Палташев Тимур Турсуновичке (Advanced Micro Devices компаниясы, Санта-Клара, Калифорния, АҚШ) зерттеу жүргізу барысында көрсеткен бағалы көмегі, кеңестері мен қолдауы үшін шынайы алғыс білдіреді.

1 БІРКРИСТАЛДЫ ЖҮЙЕЛЕРДІ ЖОБАЛАУ САЛАСЫНЫҢ ҚАЗІРГІ ЖАҒДАЙЫ
Осы бөлімде біркристалды жүйелерді, соның ішінде БЛИС (бағдарламаланатын логикалық интегралды схемалар) негізінде жүзеге асыруға бағытталған құралдар мен бастамаларға шолу жасалған. Біркристалды жүйелерді құрастырудың технологиялық мүмкіндіктері және дайын жүйелердің мысалдары келтіріледі. Біркристалды жүйелердің жіктелуі ұсынылады. Біркристалды жүйелерді жобалау барысында туындайтын негізгі мәселелер мен оларды шешу жолдары қарастырылады. Біркристалды жүйелерді құруда қайта пайдалануға болатын ядроларды қолданудың маңыздылығы ерекше атап өтіледі. Реконфигурацияланатын интеллектуалдық блоктарды жобалаудың әдістемесін әзірлеу қажеттілігі негізделеді. Зерттеу жұмысының мақсаты мен міндеттері тұжырымдалады.

Біркристалды жүйелердің жіктелуі беріліп, реконфигурацияланатын құрылғылар класы жеке ерекшеленеді. БЛИС әртүрлі мақсаттағы сандық аппаратураны, соның ішінде біркристалды жүйелерді құруға арналған ең перспективалы элементтік база ретінде қарастырылады. БЛИС негізінде біркристалды жүйелерді жобалау бағыттары ұсынылады: дәстүрлі тәсіл және қайта пайдалануға болатын ядроларды қолдану арқылы жобалау.

Сонымен қатар, микропластинкалық жылу алмастырғыштар туралы ақпарат беріледі, олардығ құрылымдық ерекшеліктері және жұмыс істеу принциптері.
Жүргізілген талдау негізінде зерттеудің негізгі бағыты айқындалады ‒ ол БЛИС негізінде қайта пайдалануға болатын күрделі сандық ядроларды жобалау әдістемесін зерттеу және жетілдіру болып табылады. Осы бағыт аясында зерттеу міндеттері тұжырымдалады.

Біркристалды жүйелердің элементтік базасына шолу

1.1.1 Біркристалды жүйелерді жүзеге асыру мысалдары

FPGA (Field Programmable Gate Array) — бұл қайта бағдарламаланатын логикалық интегралдық схемалардың кристалдары, олардың басты ерекшелігі — құрылымын қолданушы қажеттілігіне сай өзгерту мүмкіндігі. Бұл кристалдардың құрамына логикалық ұяшықтар (LUT), жады элементтері, триггерлер, тактылық сигналдармен жұмыс істеуге арналған блоктар және кіріс-шығыс интерфейстері кіреді. FPGA құрылымының ерекшелігі — параллель есептеулер жүргізу қабілеті, бұл күрделі логикалық операцияларды жоғары жылдамдықпен орындауға мүмкіндік береді. Сонымен қатар, олар энергияны үнемдейді, сенімділігі жоғары және нақты уақыттағы жүйелерге бейімделуге ыңғайлы [76].

Қазіргі таңда біркристалды жүйелерді (System on Chip – SoC) жүзеге асыру бойынша түрлі архитектуралар мен платформалар кеңінен қолданылады. Бұл жүйелер жоғары өнімділікті, төмен энергия тұтынуды және функцияларды жоғары деңгейде біріктіруді қамтамасыз етеді. Төменде кеңінен таралған бірқатар SoC үлгілері келтірілген.

Xilinx Zynq-7000 – бағдарламаланатын логикалық құрылғылар (FPGA) мен ARM Cortex-A9 процессорын бір кристалдың құрамында біріктіретін жүйе. Бұл архитектура аппараттық және бағдарламалық құралдарды біріктіріп, нақты уақыт режіміндегі қосымшаларды тиімді жүзеге асыруға мүмкіндік береді.

Intel SoC FPGA (Cyclone V, Arria 10) – Intel компаниясының өнімдері болып табылатын SoC құрылғылары, оларда FPGA логикасы мен ARM процессорлары біріктірілген. Бұл шешімдер бейне өңдеу, байланыс және өнеркәсіптік автоматтандыру салаларында кеңінен қолданылады.

NVIDIA Jetson платформалары (мысалы, Jetson Nano, Jetson Xavier) – жоғары есептеу қуатына ие және жасанды интеллектке негізделген жүйелер үшін арналған SoC құрылғылары. Олар GPU, CPU және түрлі интерфейстерді біріктіреді, әрі автономды робототехника мен компьютерлік көру есептерінде жиі пайдаланылады.

Zynq UltraScale+ MPSoC – Xilinx компаниясының заманауи SoC платформасы. Бұл құрылғы бірнеше ARM процессорларын, бағдарламаланатын логиканы және арнайы аппараттық блоктарды қамтиды. Ол күрделі интеллектуалдық есептерді, соның ішінде машиналық оқыту және сигналдарды өңдеу міндеттерін шешуге мүмкіндік береді.

Бұл мысалдар көрсеткендей, SoC платформалары нақты қолдану саласына бейімделген әртүрлі архитектураларда жүзеге асырылады. Зерттеу жұмысы аясында мұндай жүйелерді реконфигурацияланатын БЛИС негізінде жобалау маңызды болып табылады. Сонымен қатар, қайта пайдалануға болатын интеллектуалдық ядроларды қолдану арқылы жобалау үдерісін жеделдетіп, сенімділікті арттыруға мүмкіндік береді.

1.1.2 Сандық интегралдық микросхемалардың жіктелуі

Электронды ақпарат өңдеу және оны сақтау құралдарының элементтік базасы интегралды схемалардан (ИС) тұрады. Сигналдардың түріне қарай ақпаратты өңдеу құралдары цифрлық, аналогтық және цифроаналогтық болып бөлінеді. Сандық ИС жіктемесі [4] төменде көрсетілген (1-сурет).
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Сурет 1 ‒ Сандық интегралдық микросхемалардың жіктелуі

Ең алдымен, сандық интегралды схемалар (ИС – integrated circuit) атқаратын функцияларына қарай бөлінеді, яғни бұл ИС жаппай тұтынуға арналмаған ба, әлде нақты тапсырысқа бағытталған ба деген сұрақ туындайды. Осыған байланысты олар стандартты және мамандандырылған ИС болып бөлінеді. Микросхемаларда жүзеге асырылатын стандартты функциялар тұтынушыға дайын өнім ретінде ұсынылады және олар жаппай сериямен шығарылады. Бұл оларды жобалауға көп қаражат бөлуге мүмкіндік береді, өйткені жобалау құны көптеген өнімдерге бөлінеді. Дәстүрлі түрдегі стандартты ИС-тер ішкі құрылымы бойынша іс жүзінде қатаң белгіленген, және тұтынушы олардың жұмыс істеу сипатына әсер ете алмайды. Мамандандырылған интегралды схемалар (ASIC – Applications Specific Integrated Circuit) жеке функцияларды орындауға арналған және оларды нақты тапсырыс бойынша әзірлеуге (жобалауға) тура келеді. ИС жобалау – күрделі әрі қымбат процесс болғандықтан, мүмкіндігінше құрылғыларды стандартты ИС негізінде жасауға ұмтылу – түсінікті жағдай.

Пайдаланушы бағдарламалай алатын микросхемалар заманауи микроэлектроника мен есептеу техникасының дамуында жаңа кезең ашты. Олар арнайы міндеттерді шешуге арналған үлкен ИС/аса үлкен ИС-терді электрондық өнеркәсіптің стандартты өніміне айналдырды (суретте бұл пунктирлі сызықтармен көрсетілген), бұл өз кезегінде бірқатар оң нәтижелерге алып келді: жаппай өндірілуі, микросхемалардың құнының төмендеуі, әзірлеу мерзімінің және олардың негізінде жасалған өнімдердің нарыққа шығу уақытының қысқаруы.

Бағдарламаланатын логикалық интегралды схемаларды (БЛИС) келесі белгілер бойынша жіктеуге болады: архитектурасына қарай; интеграция деңгейі мен біртектілік/гибридтік сипатына қарай.

Бірінші белгі бойынша жіктегенде (2-сурет) БЛИС үш негізгі класқа бөлінеді [4, р. 259-268; 5].
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Сурет 2 – БЛИС архитектурасы бойынша жіктелуі

Осындай микросхемалардың алғашқысы SPLD (Simple Programmable Logic Devices – қарапайым программаланатын логикалық құрылғылар) болды. Олар 2-суретте көрсетілмеген, себебі қазіргі уақытта іс жүзінде қолданылмайды.

Архитектурасына қарай бұл БЛИС түрлері келесі ішкі кластарға бөлінеді:

ПЛМ (PLA – Programmable Logic Arrays) – программаланатын логикалық матрицалар,

ПМЛ (PAL – Programmable Array Logic немесе GAL – Generic Array Logic) – программаланатын матрицалық логика.

Бұл құрылғылар логикалық функцияларды орындауға арналған қарапайым және шектеулі мүмкіндіктерге ие ПЛИС-тің бастапқы буыны болып табылады.

Бұл микросхемалардың түрлері ауыспалы функциялардың дизъюнктивті қалыпты формаларын (ДНФ) жүзеге асырады, ал олардың негізгі құрылымдық блоктары ‒ тізбектей қосылған екі матрица: ЖӘНЕ (И) элементтерінің матрицасы және НЕМЕСЕ (ИЛИ) элементтерінің матрицасы.

Күрделі программаланатын логикалық схемаларда (CPLD – Complex Programmable Logic Devices) бірнеше ПМЛ-ға (PLA – Programmable Logic Arrays) ұқсас блоктар программаланатын коммутациялық матрица арқылы біріктіріледі. Негізгі құрылымдық блоктар – тізбектей қосылған екі матрица: ЖӘНЕ (И) элементтерінің матрицасы және НЕМЕСЕ (ИЛИ) элементтерінің матрицасы. CPLD құрамында жүздеген блоктар және ондаған мың эквивалентті вентильдер болуы мүмкін. CPLD архитектураларын Altéra, Atmel, Lattice Semiconductor, Cypress Semiconductor, Xilinx және басқа фирмалар әзірлейді. CPLD құрамындағы коммутациялық матрица мен ПМЛ-дың программаланатын қосылыстарына әсер ете отырып, қажетті схеманы жүзеге асыруға болады. 

Қолданушы тарапынан программаланатын вентильдік матрицалар микросхемалары – FPGA (Field Programmable Gate Arrays) – өз негізінде жолдар мен бағандар бойымен матрица түрінде орналасқан көптеген конфигурацияланатын логикалық блоктардан және осы блоктарды өзара байланыстыратын бақылау ресурстарынан тұрады (3-сурет). 
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Сурет 3 ‒ FPGA блок диаграммасы
FPGA архитектурасында базалық матрицалық кристалдар (БМК) архитектурасымен үлкен ұқсастық анық байқалады. Айырмашылығы мынада: тұтынушыға жеткізілетін FPGA стандартты, бірақ әлі программаланбаған бақылау ресурстар дайын күйінде болады және олар нақты тұтынушыға тәуелді емес. 

FPGA негізінде нақты жобаны жүзеге асыру ‒ басқа ПЛИС секілді ‒ программаланатын өзара байланыстарға әсер ету арқылы орындалады, бұл кезде кейбір учаскелер тұйықталады, ал басқалары ашық күйінде қалады. 

Бұл үдерісте FPGA өндірушісіне жүгінудің қажеті жоқ. Екінші белгі бойынша жіктеу төменде келтірілген (4-сурет) [4, р. 259-268; 5, р. 538-550].

[image: image4.png]Bamc

Aca yen MG

(sarapnavananati
nken e Baprauana
inencp)
siprwti Bnocreik
FPGA + ASIC asic+
Aapocn eupipinren FPGA

!

!

Npoueccop
Apocess

Npoyeccop
Alpocemen





Сурет 4 ‒ БЛИС-ті интеграция деңгейі бойынша жіктеу
"Бағдарламаланатын кристалдағы жүйе" (SOPC - System On Programmable Chip) термині миллиондаған эквивалентті вентильдерді қамтитын ең жоғары деңгейдегі интеграциясы бар БЛИС-терге  жатады. Мұндай жоғары деңгейдегі интеграция тек ең заманауи технологиялық процестердің (жобалаудың кіші топологиялық нормалары, металдандырудың көп қабатты құрылымы және т.б.) көмегімен ғана іске асады. Алдыңғы қатарлы технологиялық процестердің негізінде жоғары интеграция деңгейі мен үлкен ИС/аса үлкен ИС-тің жоғары жылдамдығы қамтамасыз етіледі. Соның нәтижесінде біркристалдың өзінде тұтас жоғары өнімді жүйені біріктіруге мүмкіндік пайда болады.

1.1.3 Біркристалды жүйелердің классификациясы

Біркристалда жүйелердің әртүрлі түрлерін ажырату қажет. Олардың негізгі айырмашылығы ‒ кристалдың өндіріс технологиясында (5-сурет). Себебі кристаллдың барлық бөлігі бірдей технологиялық процесс бойынша (литография) жасалады. Біркристалды барлық жүйелер сандық, аналогтық және аралас болып бөлінеді. Қазіргі уақытта ең көп таралған сандық біркристалды жүйелер. Аналогты және аралас біркристалды жүйелер аз таралған. Бұл осындай кристалды жобалау мен өндірудің көп уақытты қажет ететін процесіне байланысты.
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Сурет 5 ‒ Біркристалды жүйелердің жалпы жіктелуі

Сандық біркристалды жүйелер өз кезегінде қолданылатын микросхемалардың аппараттық базасына байланысты бөлуге болады. Бұл классификацияда толығымен тапсырыс бойынша жасалатын микросхемалар жоқ, себебі мұндай кристалдарды жобалаудың өте күрделі болуына байланысты. Мұндай жүйені жобалауға ақталмаған үлкен уақыт пен материалдық шығындар талап етілер еді. Арнайы микросхемалар (ASIC) ‒ бұл жаппай өндіріс үшін ең кең таралған шешім. Олар кристалдың кішкене ауданы мен аз жылу бөлуімен жоғары жиілік сипаттамаларына қол жеткізуге мүмкіндік береді.

Арнайы микросхемалар жаппай нарыққа арналып шығарылады. Өнімдердің шектеулі партияларын немесе тіпті бірегей үлгілерін шығарған кезде, БЛИС құрамында болатын микросхемаларды қолдану әлдеқайда тиімді болады. Оларды реконфигурацияланатын біркристалды жүйелер жеке топқа бөлуге болады.

Арнайы микросхемалар мен БЛИС жобалаудың әдістемелері ұқсас. Бір тестілік ASIC кристалын шығару жүздеген мың долларды құрайды, ал FPGA кристалын шексіз рет қайта бағдарламалауға болады, бұл материалдық шығындарсыз жүзеге асады. Бұл жағдай көптеген әзірлеушілердің алдымен FPGA кристалымен макеттеу тақтасында верификация жүргізіп, содан кейін ASIC жасау процесін бастауына себеп болды.

1.1.4 Біркристалды жүйелерді жүзеге асыру негізі ретінде БЛИС-тің артықшылықтары мен кемшіліктері

БЛИС қазіргі уақытта әртүрлі мақсаттағы цифрлық аппараттарды құру үшін болашағы бар элементтік база ретінде қарастырылады. БЛИС-тің болашағы олардың бірнеше артықшылықтарына негізделген, олардың қатарына төмендегілерді жатқызуға:

1. Әмбебаптылығы және онымен байланысты жоғары сұраныс, бұл осы типтегі микросхемаларының жаппай өндірісін қамтамасыз етеді.

2. Төмен баға, жаппай өндіріс пен микросхемалардың өндірісі кезінде жақсы жұмыс істейтін үлгінің жоғары пайызымен қамтамасыз етілген, себебі құрылымы жеткілікті түрде тұрақты.

3. Жоғары өнімділік және сенімділік, бұл заманауи технологиялар негізінде жүзеге асырылған және бір чиптегі күрделі құрылғыларды интеграциялаудың нәтижесі.

4. Дизайнның әртүрлілігі, өйткені әдетте бірдей чиптер әртүрлі корпустарда келеді.

5. Қуат көздері мен кіріс/шығыс сигналдары параметрлері бойынша әртүрлі таңдау мүмкіндігі, сондай-ақ қуатты үнемдеу режимдері, бұл автономды қуат көзі бар портативті техникалық құралдар үшін әсіресе маңызды.

6. Жобаларды кез келген кезеңде өзгерту жеңілдігі.

7. Автоматтандырылған жобалау бағдарламалық құралдарының әртүрлілігі.

6-суретте, БЛИС негізінде және арнайы микросхемалар негізінде бір құрылғыны жобалауға кететін уақыт шығындарының айырмасын көрсетеді.
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Сурет 6 ‒ FPGA және ASIC өндірісіне жұмсалатын шығындарды салыстыру 

Жобалау уақыты жобаланған құрылғының нарыққа шығу жылдамдығын анықтайды, сол арқылы құрылғының экономикалық тиімділігіне әсер етеді.

Ең жаңа БЛИС нұсқаларының динамикалық реконфигурацияланатын құрылымдары үшін, жалпы сипаттамалардан басқа, арнайы қосымша ерекшелікті атап өту қажет: олардың негізінде жаңа аппараттық класс ‒ динамикалық түрде реконфигурацияланатын құрылғыларды құру мүмкіндігі.

FPGA-ның кемшілігі олардың маңызды параметрі болып табылатын қолданбаларда қуат тұтынуы болуы мүмкін. Бұл жағдайда тапсырыс берілген және мамандандырылған кристалдарды қолдану тиімдірек. Сондай-ақ, кейбір жағдайларда FPGA конфигурациясын рұқсатсыз оқу қаупі сақталады.

Жетекші өндірушілердің FPGA жаңа буыны (Xilinx, Altera және т.б.) бағдарламаланатын кристалдағы толыққанды жүйені енгізуге мүмкіндік береді. FPGA құрамына кіріктірілген процессор ядролары (Virtex II PRO Xilinx-Тегі Power PC және Stratix Altera-дағы NIOS), қосымшаларға арналған арнайы арифметикалық блоктар, жоғары жылдамдықты сериялық интерфейстер, әртүрлі конфигурациялар мен мақсаттағы жад блоктары кіреді. Тиісінше, мұндай кристалдарды жобалау құралдарына қойылатын талаптар да артады.

1.2 Қазіргі заманғы БЛИС үшін автоматтандырылған жобалау жүйелеріне шолу

1.2.1 Xilinx компаниясының көп мәрте пайдаланылатын блоктарына негізделген біркристалды жүйелерді жобалау құралдары

Интеллектуалды меншік блоктарын (IP-блоктар) жобалау қазіргі таңда цифрлық жүйелер мен қайта конфигурацияланатын құрылғылар (мысалы, FPGA) саласында ерекше маңызға ие. Бұл бағыт күрделі есептерді тез және тиімді шешуге мүмкіндік беретін модульдік, оңай қайта пайдалануға болатын архитектуралар құруды көздейді. IP-блоктарды қолдану арқылы жобалау уақыты қысқарады, өнімнің сапасы артады және жүйенің сенімділігі қамтамасыз етіледі. Сонымен қатар, интеллектуалды блоктар жасанды интеллект, деректерді өңдеу және автоматтандырылған басқару жүйелерінде кеңінен қолданылады [73].

Қайта конфигурацияланатын цифрлық жүйелердің тиімділігі тек олардың құрылымдық икемділігімен ғана емес, сонымен қатар сенімділігімен де анықталады. Жүйенің дұрыс және тұрақты жұмыс істеуі үшін сигналдарды өңдеу барысында туындайтын ықтимал мәселелерді ескеру маңызды. Солардың бірі — метатұрақтылық мәселесі.

Бағдарламалық логикалық интегралды схемалар (БЛИС) негізіндегі сандық жүйелерде метатұрақтылық – асинхронды сигналдарды синхронды жүйеге енгізу кезінде туындайтын тұрақсыз күй, ол жүйенің дұрыс жұмыс істеуіне кедергі келтіруі мүмкін. Бұл мәселені шешу үшін жиі қолданылатын әдіс — қатарлы синхронизация (synchronizer chain), яғни асинхронды сигналды бірнеше дәйекті триггер арқылы өткізу. Сондай-ақ, асинхронды домендер арасында дұрыс деректер алмасуын қамтамасыз ететін арнайы көпдоменті архитектуралар (мысалы, FIFO буферлері немесе handshaking протоколдары) қолданылады. Бұл тәсілдер жүйенің сенімділігін арттырып, метатұрақты күй ықтималдығын едәуір төмендетеді [77].

Қазіргі уақытта Xilinx компаниясының программаланатын логика кристалдарында әртүрлі жүйелік функцияларды іске асыру үшін көптеген дайын ядролар қолжетімді (Қосымша Ә). 

LogiCORE өнімдері тікелей Xilinx компаниясымен таратылып, жүйелік интерфейстердің ядроларын (мысалы, PCI сияқты), сандық сигналдарды өңдеу (DSP) функцияларын, сондай-ақ көбейткіштер, қосқыштар, жад блоктары және басқа да көптеген модульдерді қамтиды. Бұл ядролар Xilinx-тің FPGA және CPLD кристалдарына оңтайландырылған және ең жоғары өнімділікті қамтамасыз ете отырып, ең аз чип аумағын пайдаланады.

AllianceCORE модульдері басқа сыртқы өндірушілермен (негізінен байланыс құрылғыларын әзірлеушілермен) сатылады және қолдау көрсетіледі. Бұл модульдер де Xilinx-тің әртүрлі құрылғыларына бейімделген. Мұндай тәжірибе Xilinx компаниясымен қолдау табуда, себебі компания жоғары сапалы ядролардың қолжетімділігін кеңейту үшін Xilinx пен тәуелсіз әзірлеушілер арасындағы ынтымақтастықты тиімді мүмкіндік деп санайды.

Қазіргі уақытта AllianceCORE өнімдері әртүрлі бағыттарды қамтиды ‒ процессорлар мен стандартты перифериялық контроллерлерден бастап ATM функцияларына дейін. Xilinx өз серіктестерімен тығыз жұмыс істейді және сатылатын ядролардың сапасы мен қолжетімділігін арттыру мақсатында өнімдерді каталогтап отырады. Кез келген ядро AllianceCORE белгісін алмас бұрын белгілі бір ең төменгі талаптарға сай келуі тиіс.

CORE Generator ‒ бұл Xilinx компаниясының бағдарламалық құралы, ол пайдаланушыларға ядроларды өз жобаларына автоматты түрде енгізу мүмкіндігін береді. Бұл қарапайым бағдарлама жоғары өнімділігімен және жоғары дәрежедегі болжамдылығымен икемді ядроларды генерациялауға қабілетті және пайдаланушыларға Xilinx компаниясының интернет-сайтынан жаңа ядроларды жүктеуге мүмкіндік береді. Xilinx және тәуелсіз үшінші тарап әзірлеушілері CORE Generator жүйесі үшін ядроларды жобалай алады, ол бір уақытта каталогтау қызметі ретінде қызмет атқарып, барлық Xilinx пайдаланушылары үшін жеткізу жүйесі болып табылады.

CORE Generator бағдарламасының негізгі ерекшеліктері:

Қарапайым, интуитивті түсінікті интерфейс ‒ ядро таңдау, оның параметрлерін таңдау және ядроны автоматты түрде генерациялау.

VHDL, Verilog және сызбалық жобалауымен үйлесімді.

Ядроларды оңтайлы орналастыру.

Өнімділік FPGA кристалының өлшемдеріне байланысты емес.

Жаңа ядроларды қосқан кезде өнімділік тұрақты қалады.

Әрбір ядро үшін VHDL сипаттамалық моделі және спецификациясы.

Болжамды нәтиже.

PC және жұмыс станцияларын қолдайды [6].

Сонымен қатар қайта конфигурацияланатын IP-блоктарды жобалауда жоғары деңгейлі синтезді (High-Level Synthesis, HLS) қолдану қазіргі цифрлық жүйелерді дамытудың тиімді бағыты болып табылады. HLS әдісі дәстүрлі HDL (Verilog/VHDL) тілдерінің орнына C/C++/SystemC сияқты жоғары деңгейлі тілдерді қолдануға мүмкіндік береді, бұл жобалау процесін жеделдетіп, оны жеңіл әрі икемді етеді. Бұл тәсіл арқылы күрделі алгоритмдерді аппараттық деңгейде жүзеге асыру оңайланып, қайта конфигурацияланатын жүйелерге тез бейімдеуге болады. Сонымен қатар, HLS құралдары өнімділік, тұтыну қуаты мен ресурстарды қолдану бойынша автоматты түрде оңтайландыру жүргізе алады, бұл интеллектуалды IP-блоктардың тиімділігін арттырады [78].

1.2.2 ALTERA фирмасының БЛИС негізіндегі жүйелерді жобалау құралдары

ALTERA фирмасының ПЛИС (FPGA) негізінде цифрлық схемаларды жобалау әдістері заманауи цифрлық жүйелерді құруда кең қолданыс табуда. Бұл әдістерге HDL (аппараттық сипаттамалау тілі – VHDL немесе Verilog) арқылы жобалау, графикалық жобалау орталарында (мысалы, Block Diagram/Schematic File) модульдер құрастыру, сонымен қатар интеллектуалды меншік блоктарын (IP Cores) пайдалану жатады. Жобалау процесі әдетте Quartus Prime сияқты интеграцияланған ортада орындалады, мұнда синтездеу, функционалдық модельдеу, таймингтік талдау және жүктеу (programming) сатылары жүзеге асырылады. ALTERA ПЛИС-терінің икемділігі мен өнімділігі күрделі логикалық құрылғылар мен кірістірілген жүйелерді жобалауға мүмкіндік береді [74].

ALTERA фирмасы бағдарламаланатын логика микросхемаларын, сондай-ақ оларды жобалау және бағдарламалау құралдарын шығарады. ALTERA компаниясының аса үлкен ИС және автоматтандырылған жобалау жүйесі (АЖЖ) құралдарын пайдалана отырып, келесі мүмкіндіктерге қол жеткізуге болады:

Кез келген күрделі жобаның сандық бөлігін бір кристалда іске асыру.

Макеттеу кезеңін толығымен алып тастап, баспа платаларын әзірлеуді аса үлкен ИС жобалауымен бірге бастау арқылы жобалау уақытын қысқарту.

Жобаның кез келген кезеңінде немесе аяқталған жобада өзгерістер енгізу, бұл кезде қайтадан баспа платасын жасау қажет болмайды.

Жүйенің жұмысын 250 МГц жоғары тактілік жиіліктерде қамтамасыз ету.

Сандық құрылғыны жобалау процесін жылдамдату және жеңілдету, стандартты функционалдық блоктардың орнатылатын кітапханалық модулдерін қолдану арқылы.

Жобаны схемалық түрде енгізу немесе мәтіндік сипаттамаларды пайдалану, сондай-ақ басқа АЖЖ құралдарының мүмкіндіктерін қолдану.

Жобалау құнын төмендету.

Зерттеу нәтижелері көрсеткендей, біркристалдағы сандық жүйелер әртүрлі аппараттық базада құрыла алады. Қазіргі таңда бағдарламаланатын логикалық интегралды сызбалар нарығы ең қарқынды дамып келе жатқан салалардың бірі болып табылады [7].

Қолданыстағы АЖЖ құралдары бастапқыда белгілі бір технологиялық негізге сүйене отырып (мысалы, ASIC, DSP, микроконтроллерлер) нақты құрылғылар тобын жобалауға бағытталған. Алайда, біркристалдағы жүйелерді жобалау кезінде әртүрлі құралдарды біріктіріп, оларды кешенді түрде қолдану қажеттілігі туындайды. Бұл, ең алдымен, жүйенің жеке элементтерін ғана емес, тұтас жүйені де әртүрлі кезеңдерде толық модельдеу үшін қажет.

Қазіргі қолданыстағы әдістемелер, әдетте, коммерциялық фирмалар тарапынан әзірленеді және жабық сипатта болады. Сонымен қатар, бұл әдістемелер нақты аппараттық және бағдарламалық құралдарға бейімделген және басқа платформаларға көшу кезінде толығымен қайта өңдеуді қажет етеді. Бұдан бөлек, бар бағдарламалық жасақтама құралдарының құны жоғары, олар отандық кәсіпорындарда кең таралмаған және жабық архитектура негізінде жүзеге асырылған, бұл пайдаланушыға жүйелік деңгейде өз функционалдық модельдерін қосып, аса үлкен ИС-тің регистрлік деңгейдегі модельдерін алу мүмкіндігін шектейді.

Кейбір коммерциялық бағдарламалық жасақтама жүйелерінде бұл өту процесі жүйелік деңгейдегі аппараттық сипаттама тілдерінің (System-level HDL) көмегімен автоматтандырылады. Бұл жағдайда құрылғының сипаттамасы аппараттық негізден тәуелсіз болады, алайда мұндай тәсіл шешім сапасының төмендеуіне алып келуі мүмкін.

1.3 FPGA технологияларына шолу

Цифрлық технологиялардың қарқынды дамуы қазіргі заманғы инженерлік есептерді шешуде аппараттық құралдарға қойылатын талаптарды арттырды. Инженерлік жүйелердің өнімділігін, сенімділігін және икемділігін қамтамасыз ету үшін өңдеу қуаты жоғары, параллель есептеуге қабілетті және оңай конфигурацияланатын аппараттық шешімдер қажет. Осы талаптарға толық жауап беретін заманауи технологиялардың бірі — FPGA (Field-Programmable Gate Array), яғни бағдарламаланатын логикалық интегалды схемалар[79].

FPGА технологиясы (Field-Programmable Gate Array) – бұл өндірістен кейін бағдарламаланатын интегралдық схемалар түріне жатады және оларды нақты міндеттерге бейімдеуге мүмкіндік береді. FPGA логикалық блоктардан тұрады, олар бағдарламаланатын өзара байланыстар арқылы қосылған, бұл жоғары өнімділік пен төмен кідірісі бар мамандандырылған есептеу құрылымдарын әзірлеуге мүмкіндік береді. Бұл құрылғылар әртүрлі инженерлік жүйелерде кеңінен қолданылады, соның ішінде сигналдарды өңдеу, автоматты басқару жүйелері, нақты уақыттағы кіріктірілген жүйелер және жасанды интеллектке арналған есептеу платформалары.

FPGA — бұл пайдаланушы өз қажеттілігіне қарай конфигурациялай алатын интегралды схема. Бұл технология 1980 жылдары пайда болып, алғашқыда қарапайым логикалық функцияларды жүзеге асыру үшін қолданылған. Уақыт өте келе оның архитектурасы мен функционалдық мүмкіндіктері күрделеніп, қазіргі таңда жоғары өнімді есептеулер, жасанды интеллект, цифрлық сигналдарды өңдеу, байланыс жүйелері мен өнеркәсіптік автоматтандыру салаларында кеңінен қолданыла бастады[80].

FPGA архитектурасы логикалық блоктар (CLB), байланыс желілері (Interconnects), кіріс/шығыс блоктары (I/O), жады модульдері (RAM) және арнайы цифрлық сигналдарды өңдеуге арналған блоктар (DSP) сияқты негізгі компоненттерден тұрады. Әрбір логикалық блок LUT (Look-Up Table) және флип-флоптардан тұрады, олар арқылы күрделі логикалық функциялар құрылады. Байланыс желілері блоктар арасындағы ақпарат ағынын басқарады. Бұл архитектураның басты ерекшелігі — оны бірнеше рет қайта конфигурациялауға болатындығы. Яғни, аппараттық құрал өзгертілмей-ақ, оған жаңа функциялар жүктеуге болады.

Мысалы, бір FPGA құрылғысы бүгін сигналдарды сүзгіден өткізуге қолданылса, ертең ол бейне кодек ретінде қызмет ете алады. Бұл қасиет FPGA-ны әмбебап және үнемді технология етеді. Әсіресе прототиптеу және тәжірибелік модельдерді тексеру кезінде ол таптырмас құрал болып табылады.

FPGA технологиясы параллель есептеуді қолдайды. Яғни, бір мезгілде бірнеше логикалық процестерді қатар орындауға мүмкіндік береді. Бұл процессорлар мен микроконтроллерлерге тән дәйекті (последовательный) өңдеуге қарағанда әлдеқайда тиімді. Жоғары жылдамдықты өңдеу қажеттілігі бар қолданбаларда — мысалы, бейне сигналдарды нақты уақытта өңдеу, криптографиялық шифрлау немесе күрделі басқару жүйелерінде — FPGA технологиясы ерекше орын алады.

FPGA-ның тағы бір маңызды қасиеті — энергия тиімділігі. Дәстүрлі процессорлар белгілі бір тактілік жиілікте тұрақты жұмыс істейтін болса, FPGA тек нақты уақытта белсенді болған блоктарды ғана пайдаланады. Бұл жүйенің жалпы энергия тұтынуын едәуір төмендетеді.

Қазіргі таңда FPGA чиптерін шығаратын жетекші компаниялар қатарында Xilinx (қазір AMD құрамында), Intel (Altera), Lattice Semiconductor, Microchip бар. Бұл компаниялардың өнімдері әртүрлі деңгейдегі қолданушыларға арналған: кішігірім жобаларға арналған арзан құрылғылардан бастап, деректер орталықтарына арналған жоғары өнімді FPGA чиптеріне дейін.

FPGA-ны бағдарламалау үшін арнайы аппараттық сипаттау тілдері (HDL — Hardware Description Language) қолданылады. Олардың ішіндегі ең танымалдары — VHDL және Verilog. Бұл тілдер көмегімен жүйенің логикалық құрылымын, сигналдардың өзара әрекетін және уақыттық сипаттамаларын сипаттауға болады. Соңғы жылдары жоғары деңгейлі синтез (High-Level Synthesis — HLS) құралдары да кеңінен қолданылуда. Бұл тәсіл арқылы инженерлер C/C++ немесе Python тілдерінде алгоритм жаза отырып, оны аппараттық логикаға айналдыра алады. Бұл жобалау процесін айтарлықтай жеңілдетіп, өнімділікті арттырады.

FPGA технологиясының қолдану саласы өте кең. Мысалы, медицинада — сандық томография, ультрадыбыстық сканерлеу жүйелері; автомобиль саласында — автономды көліктерді басқару, датчиктерден алынған деректерді өңдеу; қаржы секторында — жоғары жиілікті сауда алгоритмдерін іске асыру үшін қолданылады. Сонымен қатар, ғарыш саласында — спутниктердің ішкі жүйелерін басқаруда, қорғаныс өнеркәсібінде — радар жүйелерінде және телекоммуникацияда — 5G инфрақұрылымында кеңінен қолданылып жүр.

Мысал ретінде, нейрондық желілерді FPGA-да жүзеге асыруға болады. Бұл үшін алдын ала оқытылған модельді оңтайландырып, оның әр қабатын аппараттық деңгейде жобалайды. Нейрондық желі элементтері — матрицалық көбейтулер, активтеу функциялары, нормализация блоктары — барлығы FPGA логикасына бейімделіп, нақты уақытта үлкен деректер ағындарын өңдей алады. Бұл әсіресе шеткі құрылғыларда (edge computing) жасанды интеллектті енгізуде өте тиімді тәсіл[81].

FPGA технологиясын үйрену үшін тек теориялық білім жеткіліксіз, тәжірибе маңызды рөл атқарады. Зертханалық макет тақшалары (development boards) көмегімен тәжірибе жасап, VHDL/Verilog кодтарын симуляциялау және синтездеу арқылы нақты нәтижеге қол жеткізуге болады. Бұған қоса, Vivado (Xilinx), Quartus Prime (Intel), ModelSim сияқты арнайы жобалау және симуляциялау бағдарламалары қолданылады. Бұл бағдарламалар функционалды тексеру, синтаксистік қателерді талдау, ресурстарды бағалау, толқындық диаграммаларды бақылау сияқты мүмкіндіктерді ұсынады.

FPGA технологиясы инженерлік есептерді шешуде жоғары икемділігімен, өнімділігімен және параллель өңдеу мүмкіндігімен ерекшеленеді. Ол тек аппараттық жобалауда ғана емес, сонымен қатар нейрондық желілерді, цифрлық сигналдарды өңдеуді, адаптивті басқару жүйелерін және интеллектуалды құрылғыларды жасау саласында да маңызды рөл атқарады. Бұл тарауда қарастырылған теориялық және технологиялық негіздер диссертацияның келесі бөлімдерінде сипатталатын интеллектуалды блоктарды жобалау мен енгізуге қажетті база болып табылады.

БЛИС (бағдарламаланатын логикалық интегралдық схемалар) негізінде конфигурациялары қайта өзгертілетін есептеуіш жүйелердің басты артықшылығы — олардың икемділігі мен бейімделгіштігі. 1- ші кестеде олардың негңзгң артықшылықтары көрсетілген. Мұндай жүйелерді нақты қолданбаларға қарай қайта конфигурациялауға болады, бұл өнімділікті арттырып, ресурстарды тиімді пайдалануға мүмкіндік береді. Сонымен қатар, есептеу процесін параллель жүргізу қабілеті арқылы жоғары жылдамдыққа қол жеткізіледі. Қайта конфигурацияланатын жүйелер энергияны аз тұтына отырып, күрделі алгоритмдерді жылдам орындай алады, сондықтан олар өнеркәсіпте, телекоммуникацияда және жасанды интеллект жүйелерінде кеңінен қолданылады [75].

Кесте 1-  FPGA технологиясының негізгі артықшылықтары

	№
	Артықшылық
	Қысқаша сипаттама

	1
	Параллель өңдеу
	Бір уақытта бірнеше есептеу процесін қатар орындауға мүмкіндік береді.

	2
	Қайта конфигурациялау мүмкіндігі
	Аппаратты бірнеше рет қайта бағдарламалауға болады.

	3
	Жоғары өнімділік
	Логикалық операцияларды аппараттық деңгейде өте жылдам орындайды.

	4
	Энергия үнемділігі
	Белсенді блоктар ғана жұмыс істейді — қуат тұтыну аз.

	5
	Аппараттық прототиптеу
	ASIC жасамай-ақ, жобаларды сынап көруге және тексеруге болады.

	6
	Драйверсіз жұмыс
	Жүйе операциялық жүйесіз тікелей жұмыс істей алады.

	7
	Сенімділік және қауіпсіздік
	Қателерді түзету мен шифрлау тетіктері бар.

	8
	Жоғары дәлдік
	Сигналдарды нақты уақытта және жоғары дәлдікпен өңдейді.


Инженерлік жүйелерде FPGA жоғары есептеу қуатын және алгоритмдерді іске асыруда икемділікті талап ететін тапсырмаларды орындау үшін қолданылады. Мысалы, энергетикада олар электрмен жабдықтау жүйелерін интеллектуалды басқару, жүктемені болжау және энергияны бөлуді оңтайландыру үшін қолданылады. Автомобиль өнеркәсібінде FPGA автономды жүргізу жүйелерінде, бейімделгіш круиз-бақылау жүйелерінде және LiDAR датчиктерінен алынған деректерді өңдеуде қолданылады. Ал аэроғарыш саласында бұл технологиялар спутниктерді басқару, байланыс сигналдарын және радарлық жүйелерді өңдеу үшін пайдаланылады. FPGA-ның негізгі артықшылықтарының бірі — аппараттық параллелизмді іске асыру мүмкіндігі.

Дәстүрлі процессорлардан айырмашылығы, операцияларды бірінен соң бірін орындайтын болса, FPGA көптеген аппараттық блоктарда есептеулерді бір мезгілде орындауға мүмкіндік береді, бұл деректерді өңдеу жылдамдығын едәуір арттырады. Төменде кқосетілген 2-ші кестеде FPGA мен дәстүрлі процессорлардың салыстырмалы сипаттамасы ұсынылған.  Бұл нақты уақыт режимінде жұмыс істеуді қажет ететін тапсырмаларда, мысалы, сигналдарды өңдеу, датчиктерден алынған деректерді талдау және күрделі динамикалық жүйелерді басқару сияқты жағдайларда аса маңызды. FPGA-ны инженерлік жүйелерде қолдану саласындағы ғылыми зерттеулер қарқынды дамып келеді. Соңғы жылдары FPGA-ны машиналық оқыту әдістерімен біріктіруге арналған көптеген ғылыми еңбектер жарияланды.

Мысалы, нейрожелілік есептеулерді жеделдетуге арналған зерттеулерде матрицалық көбейту сияқты күрделі операцияларды тікелей FPGA-да орындауға мүмкіндік беретін архитектуралар қарастырылады. Бұл энергия тұтынуын азайтып, жүйенің жұмыс жылдамдығын арттырады. Цифрлық сигналдарды өңдеу саласында FPGA пайдаланып, бейімделгіш сүзу және сигналдарды оңтайландыру әдістері зерттелуде, бұл әсіресе сымсыз байланыс және радиолокация жүйелері үшін маңызды.

Кесте 2 – FPGA мен дәстүрлі процессорлардың салыстырмалы сипаттамасы

	№
	Критерий
	FPGA
	Дәстүрлі процессор (CPU)

	1
	Архитектура
	Параллель
	Дәйекті (последовательная)

	2
	Икемділік
	Қайта конфигурацияланады
	Фиксирленген архитектура

	3
	Жылдамдық
	Жоғары (реал-тайм есептеу)
	Орташа

	4
	Энергия тиімділігі
	Жоғары
	Орташа немесе төмен

	5
	Бағдарламалау тілі
	VHDL, Verilog, HLS
	C, C++, Python және т.б.

	6
	Пайдалану салалары
	Бейне өңдеу, AI, криптография
	Жалпы мақсаттар

	7
	Аппараттық күрделілік
	Жоғары
	Орташа


Дәстүрлі процессорлар (CPU) және графикалық үдеткіштермен (GPU) салыстырғанда, FPGA бірнеше артықшылықтарға ие, соның ішінде төмен энергия тұтынуы, арнайы тапсырмаларға бейімделу мүмкіндігі және операцияларды орындаудың детерминирленген уақыты.

Нақты уақыт режимінде жұмыс істейтін кірістірілген жүйелер жоғары сенімділік пен есептеулердің болжаушылығын талап етеді, бұлжағдайда FPGA-ны осындай қолданбалар үшін тамаша таңдау ретінде ұсынуға болады.

Сонымен қатар, ASIC (Application-Specific Integrated Circuitр) жүйелерінен негізгі айырмашылығы, FPGA қайта бағдарламалануы мүмкін, бұл жаңа чиптерді өндіру қажеттілігісіз олардың функционалдылығын жаңартуға және бейімдеуге мүмкіндік береді. Инженерлік жүйелерде FPGA интеллектуалды контроллерлерде бейімделгіш жылу процестерін басқару үшін, оның ішінде жылу алмасу жүйелерінде қолданылады.

Қазіргі зерттеулер көрсетіп отырғандай, FPGA-ны машиналық оқыту әдістерімен, мысалы, көпқабатты перцептрондар (MLP) және деректерді өңдеудің топтық әдісі (GMDH) біріктіру инженерлік процестерді болжау мен бейімделгіш басқарудың дәлдігін айтарлықтай арттыруға мүмкіндік береді. Микропластинчатые жылуалмасу жүйелерінің жұмысын талдау және оңтайландыру үшін реконфигурацияланатын интеллектуалды блоктарды әзірлеу ‒ олардың тиімділігін арттыру және энергия шығынын төмендету қабілетіне ие перспективалы зерттеу бағыты болып табылады.Осылайша, FPGA ‒ сигналдарды өңдеуден бастап, күрделі жүйелерді басқаруға дейінгі кең ауқымды инженерлік тапсырмаларды шешу үшін қуатты құрал болып табылады. Олардың жоғары өнімділігі, икемділігі және энергия тиімділігі оларды қазіргі заманғы интеллектуалды жүйелерді әзірлеуде, жылдам деректер өңдеуді және пайдалану жағдайларына бейімделуді талап ететін жүйелер үшін алмастырылмайтын құрал болып табылады.

1.3.1 FPGA негізінде нейрондық желілерді жүзеге асыру

FPGA (Field-Programmable Gate Array) технологиясы жасанды нейрондық желілерді аппараттық деңгейде жүзеге асыруда кеңінен қолданылатын перспективалы құралдардың бірі болып табылады. Нейрондық желілерді бағдарламалық емес, аппараттық түрде іске асыру қажеттілігі алғаш рет 1990-жылдардың ортасында туындаған. Бұл сұраныс жоғары өнімділікке, нақты уақыт режимінде өңдеуге және төмен қуат тұтынуға деген қажеттіліктен туындады.

Алғашқы сәтті зерттеулердің бірі ретінде 1992 жылы Charles Cox пен Ekkehard Blanz жүзеге асырған “GANGLION — A Fast FPGA Implementation of a Connectionist Classifier” жобасын атауға болады. Бұл жұмыста нейрондық желі архитектурасы FPGA көмегімен жылдам аппараттық классификатор ретінде енгізіліп, жоғары тиімділік көрсеткен [82].

Келесі маңызды жұмыс ретінде 1994 жылы IEE басылымында Yu мен Deni ұсынған зерттеу атап өтіледі. Бұл еңбекте нейрондық желілердің FPGA құрылғыларында аппараттық деңгейде іске асырылу ерекшеліктері мен әдістері талданған. Олар желі элементтерінің параллельдік құрылымын сипаттап, негізгі логикалық ресурстарды оңтайлы пайдалануға бағытталған тәсілдерді ұсынған [83].

2003 жылы Jihan Zhu мен Peter Sutton “FPGA Implementations of Neural Networks – A Survey of a Decade of Progress” атты шолу еңбегін жариялады. Бұл жұмыста соңғы онжылдықтағы FPGA-да нейрондық желілерді енгізуге арналған негізгі әдістер мен архитектуралық шешімдер сарапталып, әртүрлі FPGA модельдерінің салыстырмалы сипаттамалары берілген [84]. Бұл зерттеу нейрондық желілерді іске асыру барысында кездесетін қиындықтарды (мысалы, есептеу дәлдігі, ресурстар шектеулігі, масштабталу мәселелері) жүйелі түрде сипаттаған.

Одан кейінгі жылдары FPGA негізіндегі нейрондық желілерді нақты қолдану мысалдары кеңейе түсті. Мәселен, 2006 жылғы Springer конференциясында ұсынылған зерттеуде жүрек ырғағының бұзылуын (аритмияны) классификациялауға арналған жүйе сипатталған. Бұл жүйе VHDL тілінде сипатталған нейрондық желі моделін FPGA-ға енгізу арқылы жүзеге асқан және медициналық сигналдарды нақты уақытта өңдеу тиімділігін көрсеткен [85].

Жоғарыда аталған зерттеулер FPGA технологиясының нейрондық желілерді аппараттық түрде енгізудегі тарихи рөлін және даму кезеңдерін айқын көрсетеді. Бастапқы кезеңдерде желі архитектуралары қарапайым feedforward модельдермен шектелсе, қазіргі таңда convolutional neural network (CNN), recurrent neural network (RNN), long short-term memory (LSTM) сияқты күрделі құрылымдар да FPGA-да сәтті жүзеге асырылып жатыр.

Ғылыми әдебиеттерде FPGA-да нейрондық желілерді жүзеге асыру бойынша бірнеше маңызды жұмыстар бар:

- Kaiyuan Guo және т.б. (2017) FPGA негізінде CNN жеделдету архитектураларын шолу жасаған;

- Park және Sung (2016) FPGA-да deep neural network (DNN) модельдерін on-chip жады қолдана отырып енгізген;

- Wu және т.б. (2024) FPGA-да CNN және LSTM біріктіріп, радар сигналдарын классификациялауға арналған жүйе әзірлеген.

Қорытындылай келе, FPGA негізіндегі нейрондық желілер интеллектуалды жүйелердің аппараттық іске асыруында маңызды орын алады. Олардың жоғары өнімділігі мен бейімделгіштігі инженерлік және өнеркәсіптік жүйелер үшін тиімді шешімдер ұсынуға мүмкіндік береді. Болашақта бұл бағыт нейроморфтық есептеу жүйелерімен интеграцияланып, жаңа буын интеллектуалды құрылғылардың негізін қалауы мүмкін.

Нейрондық желілерді адам көптеген жылдар бойы ақпаратты өңдеудің әртүрлі мәселелерін шешу үшін қолданып келеді. Құрылымының арқасында нейрондық желілер жіктеу, тану тапсырмалары сияқты ақпаратты өңдеу мәселелерін шешуге мүмкіндік береді және шешім қабылдау, болжау және кластерлеу кезінде де қолданыла алады [8]. 

Жасанды нейрондық желінің қарқынды дамуының басталуы 1986 жылы Д.Е. Румелхарт, Д.Е. Хинтон және Р.Д. Уильямстың қабатты нейрондық желілерді оқыту алгоритмдерін сипаттайтын жұмысының пайда болуы деп санауға болады [9]. Оқу қабілеті жасанды нейрондық желінің айрықша белгілерінің бірі болып табылады. Ақпаратты өңдеудің әртүрлі салаларында қолдану үшін оқыту және бейімделу мүмкіндігі нейрондық желілерді зерттеу мен зерттеудің ең перспективалы бағыттарының біріне айналдырады.

Іске асыру әдісіне сәйкес нейрондық желілерді 2 түрге бөлуге болады:

бағдарламалық нейрондық желілер, бағдарламалау тілдерінің бірінде бағдарламалық модель жасау, онда желілердің логикасы жазылады; 

аппараттық деңгейде желінің жұмыс алгоритмдері жүзеге асырылатын арнайы әзірленген чип болып табылатын аппараттық құралдар.

Қазіргі уақытта жасанды нейрондық желінің бағдарламалық жасақтамасы ең көп таралған. Бұл олардың дамуының қарапайымдылығына байланысты, нәтижесінде көптеген кітапханалар пайда болды [10] нейрондық желілерді оңай құруға мүмкіндік беретін әр түрлі бағдарламалау тілдеріне арналған. Сондай – ақ, нейрондық желілердің бағдарламалық жасақтамасын кеңінен қолдануға қызмет еткен факторлардың бірі-бұл компьютерлік жүйелерде қарапайым енгізу және қолдану, өйткені мұндай іске асыру аппараттық құралдарды жаңартуды қажет етпейді.

Бірақ нейрондық желілерді бағдарламалық қамтамасыз ету әрдайым алға қойылған міндеттерді нәтижелі және тез шеше алмайды, өйткені оның жұмысы барысында деректерді нейрондармен өңдеу параллель емес, компьютер процессорындағы есептеу ұйымдарының ерекшеліктеріне байланысты дәйекті (жалған-параллель) орындалады.  Бұл мүмкіндік жасанды нейрондық желілерді іске асырудың жылдамдығын оның аппараттық құралға қарағанда баяу етеді, сонымен қатар компьютерлік жүйенің сипаттамаларының жасанды нейрондық желісінің көлеміне байланысты. Нейрондар санының өсуімен бағдарламалық жасақтаманы енгізу баяу және ұзақ есептеулер жүргізеді. Немесе компьютерлік жүйенің есептеу қуатын арттыру қажет.

Қазіргі уақытта жасанды нейрондық желінің аппараттық іске асырулу  әзірленуде және қолданылуды [11]. 

Жасанды нейрондық желінің аппараттық іске асыру бағдарламалық жасақтамаға қарағанда әлдеқайда үлкен мүмкіндіктерді көрсетеді. 

Алайда, қазіргі уақытта олар тар мамандандырылған. Олардың классикалық компьютерлік жүйелермен интеграциясы бағдарламалық жасақтамаға қарағанда күрделі және қымбат. Сондай-ақ, мұндай іске асырулар белгілі бір жасанды нейрондық желі үшін жасалады және оларды әрдайым басқа архитектуралар мен тапсырмаларға бейімдеу мүмкін емес.

Жасанды нейрондық желіні іске асыру барысында бағдарламалық және аппараттық жасақтамалардың артықшылықтарын пайдалануға мүмкіндік беретін бағдарламаланатын логикалық интегралды схеманы (FPGA) қолдану нейрондық желіні аппараттық іске асырудың негзгі түрі болып табылады. 

Ұйымдастыру принципінің арқасында FPGA әртүрлі қарапайым логикалық аппараттық модульдерді құруға және оларды күрделі жүйелерге байланыстыруға мүмкіндік береді. 

Осылайша, FPGA нейрондардың аппараттық іске асырылуын дамытуға және оларды желіге біріктіруге мүмкіндік береді. FPGA құрылымы жасанды нейрондық желіде параллельді есептеулерді қажетті мөлшерде қамтамасыз етуге мүмкіндік береді, бұл жалған параллельді есептеулерге байланысты бағдарламалық жасақтаманы жүзеге асыруда мүмкін емес.

Сондай-ақ, FPGA отладкалық тақшаларында жақсы дамыған периферия бар, соның ішінде компьютерге қосылудың әртүрлі стандартты интерфейстері (жоғары жылдамдықты қамтамасыз ететін перефириялар), бұл жасанды нейрондық желіні еш қиындықсыз жөндеуге және қажет болған жағдайда компьютерге қосылатын модуль жасауға мүмкіндік береді.

Жалпы алғанда, нейрон-бұл деректерді сақтау блогы, қосқыш, мультипликатор және активтендірудің логикалық функциясы, сондай-ақ байланыстардың салмағы (оларды RAM блоктарында сақтауға болады). Нейрондар қабаттарға біріктіріледі, олар өз кезегінде желіге қосылады. Бұл құрылым FPGA-да оңай жүзеге асырылады және нейрондық желінің параллель ұйымдастырылуы бастапқыда оның аппараттық құралын іске асыруда болғандықтан, оның бағдарламалық жасақтамасымен салыстырғанда оның жұмыс жылдамдығын едәуір арттыруға мүмкіндік береді [12], өйткені FPGА аппараттық мүмкіндіктеріне байланысты нейрондардың толық немесе іс жүзінде толық параллелизациясына қол жеткізуге болады.

Жасанды нейрондық желілер. Анықтамаға сәйкес, жасанды нейрондық желі – бұл биологиялық нейрондық желілерді-тірі организмнің жүйке жасушаларының желілерін ұйымдастыру және жұмыс істеу принципі бойынша құрылған математикалық модель, сондай-ақ оның бағдарламалық немесе аппараттық инкарнациясы [13]. 

Жасанды нейрондық желілердің негізгі құрамдас бөлігі синапстар деп аталатын байланыстар арқылы өзара байланысқан жасанды нейрондар болып табылады. Нейрон-бұл басқа нейрондардың сигналдарын синапстар арқылы қабылдауға, оларды өңдеуге және өңделген сигналды желіге жіберуге қабілетті қарапайым есептеу бірлігі.

Жалпы алғанда, нейрон салмақ коэффициенттеріне көбейтілген кіріс сигналдарын қосатын қосқыштар болып табылады, ал қосынды нәтижесі активтендіру функциясының блогы арқылы өтеді, содан кейін нейронның Шығыс мәні қалыптасады. Нейронға кіретін синапстардың салмақ коэффициенті бар. Бұл параметр берілген байланыстың Нейрон үшін қаншалықты маңызды екенін көрсетеді және оның мәнінің өзгеруі жасанды нейрондық желіні оқыту мүмкіндігіне ықпал етеді. Нейрондық желінің салмақ коэффициенттері нейрондық желінің жадын құрайды және желінің жұмысын реттейтін негізгі элемент болып табылады. 

Нейрондар қабаттарды құра алады: кіріс қабаты, жасырын және шығыс. Кей кезде, жасанды нейрондық желінің кейбір енгізулерінде жасырын қабаттар пайдаланылмауы мүмкін. Жасанды нейрондық желіде жасырын қабаттардың болу мүмкіндігіне байланысты олар бір қабатты және көп қабатты болып бөлінеді.

Бір қабатты желілерде кіріс қабатынан сигналдар Шығыс қабатына беріледі, ол берілген сигналды түрлендіреді және жауап береді. Көп қабатты желілерде кіріс және шығыс қабатынан басқа сигналдарды өңдеуге қатысатын бір немесе бірнеше жасырын қабаттар бар. Көп қабатты желілер бір қабатты желілерге қарағанда үлкен мүмкіндіктерге ие, бірақ оларды іске асыру әлдеқайда күрделі.

Жасанды нейрондық желі қабаттарындағы нейрондар арасындағы байланыстардың сипатына байланысты оларды қайталанатын және тікелей тарату желілеріне бөлуге болады. Тікелей тарату желілерінде сигнал кіріс қабатынан шығысқа қарай қатаң түрде таралады.  Қайталанатын нейрондық желілерде кері байланыс бар, бұл сигналдың таралуына мүмкіндік береді логикалық неғұрлым алыс нейроннан аз қашықтыққа.

Сондай-ақ, бір қабат жағдайында ақпаратты нейрондармен өңдеу параллель жүретінін атап өткен жөн. Сондықтан, жасанды нейрондық желіні жүзеге асырған кезде, есептеулерді жүргізетін құрылғыдағы бір қабатты нейрондардың есептеу процестерінің параллелизациясына ерекше назар аударған жөн. Қабаттағы есептеу процестерін параллельдеуді жақсы жүзеге асыру жалпы жасанды нейрондық желінің жылдамдығына жағымды әсер етеді.

Жасанды нейрондық желіні аппараттық жүзеге асыру. Жасанды нейрондық желілерді әртүрлі тәсілдермен жүзеге асыруға болады, жұмыста [14] автор нейрондық желіні жүзеге асырудың аппараттық әдісін бөліп көрсетеді.

Аппараттық іске асыру кезінде ЖНЖ аппараттық негізде жұмыс істейді. Аппараттық іске асырудың бағдарламалық жасақтамадан келесі артықшылықтары бар:

жұмыс жылдамдығы, өйткені параллельді есептеулерді аппараттық түрде көп мөлшерде жүзеге асыруға болады;

жабдықтың істен шығу ықтималдығы бағдарламаның істен шығу ықтималдығынан аз;

қауіпсіздік, өйткені аппараттық жолмен жүзеге асырылған ЖНЖ бағдарламалық жасақтамаға қарағанда рұқсатсыз кіруден жақсы қорғалған.

Жұмыста [15] автор ЖНЖ-ны аппараттық іске асырудың бірнеше шешімдерін бөліп көрсетеді, сонымен қатар олардың артықшылықтары мен кемшіліктерін қарастырады. Олардың ішінде мыналарды бөліп көрсетуге болады:

FPGA, бұл тақталар жасанды нейрондық желіні жобалауға жақсы бейімделген және масштабтау қабілеті жақсы, бірақ жасанды нейрондық желінің күрделілігі артқан сайын аппараттық ресурстардың шығындары тез өсуде, бұл жыл сайын қуатты FPGA-ны шығару арқылы шешілетін мәселе болып табылады;

Сигналдық процессорлар, процессорлардың бұл түрі нашар масштабтауға ие, бұл болашақта үлкен мультипроцессорлық желілерді дамытуды қиындатады;

Нейросигналдық процессорлар, процессорлардың бұл түрі сигналдық процессорларға ұқсас, бірақ жасанды нейрондық желінің тар мамандануына байланысты, оның белгілі бір түріне жиі бағдарланған және кірістірілген векторлық сопроцессордың болуы жоғары өнімділікке ие;

Систолалық процессорлар сигналдық процессорларға қарағанда жақсы масштабталады, бірақ мұндай процессорлар санының артуымен сигнал тізбектеріндегі кідірістер артады;

Cascade архитектурасы бар процессорлар да жақсы масштабтауға ие, бірақ олардың жұмыс істеуі үшін көптеген перифериялық модульдерді қажет етеді.

Осылайша, аппараттық жолмен жүзеге асырылатын жасанды нейрондық желілерді жұмыс жылдамдығы, жоғары параллелизация, жүйенің сенімділігі мен қауіпсіздігі маңызды әртүрлі желілерді жобалау үшін пайдалану тиімді екенін атап өтуге болады. Бірақ кейбір шешімдер жасанды нейрондық желінің белгілі бір түріне бағытталғанын ескерген жөн, бұл қажет болған жағдайда жүйені қайта конфигурациялауға мүмкіндік бермейді.

Жасанды нейрондық желі үшін аппараттық базаны таңдау. Жасанды нейрондық желінің барлық аппараттық құралдарының негізінде ең тиімдісі FPGA-да желіні жүзеге асыру болып табылады. Бұл шешімнің келесі артықшылықтары бар:

FPGA-лар жаппай шығарылады, бұл олардың мамандандырылған нейросигналдық процестерге қарағанда төмен құнына және жоғары қолжетімділігіне әсер етеді.

FPGA құрылғысын қайта конфигурациялау оңай, бұл қажет болған жағдайда жасанды нейрондық желінің конфигурациясын, сондай-ақ оның нейрондарының архитектурасын өзгертуге мүмкіндік береді.

FPGA негізіндегі жасанды нейрондық желілерді Әртүрлі күрделіліктегі тапсырмаларды орындау үшін оңай масштабтауға болады.

FPGA құрылғысының ерекшеліктеріне байланысты нейрондардың параллель архитектурасын дәлірек жүзеге асыруға болады.

FPGA жұмысының логикасын зауытта схема жасаушы емес, оны қолданушы арнайы бағдарламашылар мен бағдарламалық жасақтаманың көмегімен бағдарламалау арқылы анықтайды. FPGA-дағы пайдаланушы бағдарламасы микропроцессорлардағыдай дәйекті түрде орындалмайды, бірақ логика мен триггерлерден тұратын электр тізбегі арқылы жүзеге асырылады. FPGA-ға арналған жобалар көбінесе FPGA әзірлеушісі арнайы шығарған арнайы бағдарламалық жасақтамада жасалады.

Бірінші бөлім бойыншы қорытынды:

Қазіргі таңда біркристалды жүйелерді (SoC) жобалау – заманауи электрониканың маңызды бағыты. Бұл жүйелердің негізінде бағдарламаланатын логикалық интегралды схемалар (БЛИС), әсіресе FPGA технологиялары кеңінен қолданылады. Олар жоғары өнімділік, икемділік, қайта бағдарламалау мүмкіндігі және жылдам прототиптеу сияқты артықшылықтарға ие.

FPGA негізіндегі қайта пайдалануға болатын интеллектуалды ядролар инженерлік жүйелерде, мысалы, микропластиналы жылуалмастырғыштарда, тиімді басқару және болжау міндеттерін шешуге мүмкіндік береді. Бұл технологиялар нейрондық желілер сияқты әдістермен үйлесіп, адаптивті басқару жүйелерін құруға мүмкіндік береді.

БЛИС негізінде жобалау үдерісін автоматтандыру үшін Xilinx, Altera сияқты компаниялар әзірлеген жобалау құралдары қолданылады. Олар интеллектуалды меншік блоктарын (IP) тиімді пайдалануға жағдай жасайды.

2 ИНЖЕНЕРЛІК ЖҮЙЕЛЕРДІҢ ӨНІМДІЛІГІН ТАЛДАУ ЖӘНЕ БОЛЖАУДЫҢ ИНТЕЛЛЕКТУАЛДЫ ӘДІСТЕРІ
Микроөлшемді жылу алмастырғыштың өнімділігі көптеген факторларға тәуелді, және олар әртүрлі эксперименттік зерттеулерде бағаланған. Басқа жылу құрылғылары сияқты, микрожылу алмастырғыштардың өнімділік сипаттамаларының моделін интеллектуалды әдістер арқылы ұсынуға болады. Бұл зерттеудің мақсаты — интеллектуалды әдістер негізінде микрожылу алмастырғыштағы Нуссельт санының мәнін бағалау үшін гибридті наносұйықтықты қолдана отырып, модельдер әзірлеу. Сонымен қатар, модельдердегі енгізу деректерінің маңыздылығын бағалау үшін сезімталдық анализі жүргізіледі. Бұл зерттеуде нейрондық желілер мультиқабатты перцептрон (MLP) және аргументтерді топтық есептеу әдісі (GMDH) негізінде модель құру үшін наносұйықтықпен жұмыс істейтін микрожылу алмастырғыштар бойынша басқа ғылыми жұмыстың эксперименттік деректері пайдаланылады. Модельдің шығыс деректері мен эксперименттік зерттеу деректері арасындағы салыстыру ұсынылған модельдердің жоғары дәлдігін көрсетеді. Модельдің дәлдігі мен болжамдық қателіктер қолданылатын конфигурация мен алгоритмге тәуелді екені анықталды. GMDH және MLP әдістері арқылы жасалған модельдер үшін детерминация коэффициентінің R2 мәндері сәйкесінше 0.9948 және 0.9972 құрайды. Орташа абсолютті салыстырмалы ауытқу (AARD) көрсеткіштері аталған әдістер негізіндегі модельдер үшін сәйкесінше 2.43% және 1.56%-ды құрайды. Модельдеуден басқа, наноматериалдың концентрациясы, TiO2-ZnO, жұмыс сұйықтығында Рейнольдс саны мен пластинаның биіктігіне қарағанда Нуссельт санының мәні үшін үлкен мәнге ие екенін көрсететін сезімталдық талдауы жүргізілді [72].

2.1 Микропластинкалық жылу алмастырғыштар: құрылымдық ерекшеліктері және жұмыс істеу принциптері

Жылу алмастырғыштар (ЖА) әртүрлі салалар мен жүйелерде, соның ішінде азық-түлік өнеркәсібінде [16], мұнайды қайта өңдеу процестерінде [17], жаңартылатын энергия жүйелерінде [3, р. 361-370], қалдықтардың жылу энергиясын кәдеге жарату жүйелерінде [18] және тағы басқаларда қолданылады. Қолдану саласына және нақты талаптарға байланысты ЖА өлшемі мен конфигурациясы әртүрлі болуы мүмкін. ЖА өнімділігіне бірнеше факторлар, соның ішінде ЖА түрі, әртүрлі компоненттердің материалдары [19], ағындардың жылу сипаттамалары [20], пайдалану шарттары [21] және т.б. әсер етеді. ЖА өнімділігін арттыру ‒ ықшам әрі сенімді жұмыс істейтін жүйелерді құруға тырысатын инженерлер, дизайнерлер мен ғалымдар үшін ең күрделі міндеттердің бірі болып табылады. Осыған байланысты соңғы онжылдықтарда ЖА-дағы жылу беруді жақсартуға әсер ететін әртүрлі әдістер мен тәсілдер ұсынылды және сыналды. Қосымша компоненттерді, мысалы, қатпарларды, бөлгіштерді және құйынды генераторларды қосу [22, 23], ЖА компоненттерін өзгерту [24], қасиеттері жақсартылған сұйықтықтарды, мысалы, наносұйықтықтарды пайдалану [25, 26], сондай-ақ өлшемді, конфигурацияны және пайдалану шарттарын оңтайландыру [27, 28] осы құрылғылардағы жылу беруді жақсарту үшін ұсынылған ең кең тараған тәсілдер мен әдістердің бірі болып табылады. Дәстүрлі ЖА-ға қарағанда айтарлықтай кішірек өлшемге ие микро ЖА соңғы онжылдықтарда үлкен қызығушылыққа ие болды. Жылу құрылғыларындағы жылу беруді жақсартудың бір тәсілі ретінде наносұйықтықтарды қолдану соңғы онжылдықтарда қарастырылуда. Мысалы, Сактивел және басқалар [29] зерттеуінде жұмыс сұйықтығында Al2O3 алюминий оксиді, TiO2 титан диоксиді, ZrO2 цирконий диоксиді және SiO2 кремний диоксиді немесе кремнезем сияқты әртүрлі нанобөлшектер қабықты-түтікті жылу алмастырғышта қолданылды. Олар наносұйықтықтарды қолдану кезінде жылу сипаттамаларының жақсарғанын хабарлады және TiO2 мен Al2O3 қолдану кезінде ZrO2-ге қарағанда жоғары нәтижелерді атап өтті. Джавади және басқалар [30] наносұйықтықтарды пайдалану әсерін ұңғымалық жылу алмастырғышта бағалап, таза су жылутасығыш ретінде пайдаланылған жағдаймен салыстырғанда жылу кедергісінің төмендеуі мен қысымның артуы туралы хабарлады. Басқа жұмыста [31] қос түтікті жылу алмастырғыштың сипаттамаларына CuO мыс оксиді наносұйықтығының әсері бағаланып, нанобөлшектердің өлшемі, пішіні, концентрациясы және түрі, сондай-ақ базалық сұйықтықтың түрі наносұйықтықты қолдану кезінде жылу беруді жақсартуда негізгі рөл атқаратыны хабарланды.

Чжэн және басқалары [32] пластиналы жылу алмастырғышта қолдану үшін әртүрлі наносұйықтықтарды бағалады. Қарастырылған нанобөлшектер Fe3O4 темір оксиді, Al2O3 алюминий оксиді , SiC кремний карбиді және CuO мыс оксиді болды. Ең жақсы жылулық өнімділік Fe3O4 наносұйықтығы үшін байқалды. Деионизацияланған сумен салыстырғанда, Fe3O4 /су (салмағы бойынша концентрациясы 1%) қолданылғанда конвективті жылу берілісінің коэффициенті 21,9%-ға артты. Наносұйықтықтарды қолдану арқылы жылу алмастырғыштардың өнімділігін арттыру көбінесе Броундық қозғалыс арқылы туындаған наноконвекция және негізгі сұйықтықпен салыстырғанда қатты наноматериалдардың жоғары жылу өткізгіштігі нәтижесінде артып отырған жылу өткізгіштігімен түсіндіріледі [33]. Наносұйықтықты жылулық өнімділікті арттыру үшін қолдану идеясы микро жылу алмастырғыштарға арналған бағытта дамуы мүмкін. Жылу алмастырғыш өнімділігінің сипаттамаларына әсер ететін әртүрлі факторларды бағалауды жеңілдету үшін бұл жүйелерді дәл модельдеу үлкен маңызға ие, сондықтан тиісті модельдерді ұсыну маңызды. Осыған байланысты әртүрлі жылу жүйелері мен міндеттерді модельдеуде жоғары өнімділікті көрсеткен интеллектуалды әдістерді әзірлеуге және пайдалануға болады [34]. Жылу тасымалдағыш ретінде қолданылатын наносұйықтықтардың жылулық қасиеттерін модельдеу осы әдістердің жылу техникасы саласындағы ең кең таралған қолдануларының бірі болып табылады. Мысалы, Малеки және басқалары [35] кремнезем бөлшектері бар наносұйықтықтардың жылу өткізгіштігін бағалауда жасанды нейрондық желі (ЖНЖ) әдісінің дәлдігін тексерді. Олар ұсынылған ЖНЖ негізіндегі модельдер жылу өткізгіштікті дәл модельдеуге жарамды деген қорытындыға келді. Сонымен қатар, үйрету функциясының түрі бағаланған мәндердің дәлдігіне әсер ететінін атап өтті. Гхазвини және басқалары [36] магнитті мыс нанобөлшектері бар наносұйықтықтардың жылу өткізгіштігін бағалау үшін ЖНЖ қолдануды зерттеді. 

Модельді ұсыну үшін пайдаланылған эксперименттік деректермен салыстырғанда орташа абсолюттік пайыздық қателік 1,09% құрады. Адун және т.б. [37] гибридті наносұйықтықтың жылуөткізгіштігін бағалау үшін жасанды нейрондық желілерді (ЖНЖ) және анықтамалық векторлар әдісі (SVR) қолданатын модельді құрды және аталған әдістерге негізделген модельдің R2 көрсеткіші тексеру кезеңінде сәйкесінше 0.99997 және 0.99788 екенін анықтады. Наносұйықтық қасиеттерінен басқа, жылу техникасындағы басқа да тапсырмаларды интеллектуалды тәсілдер арқылы модельдеуге болады. Мысалы, Абиди және т.б. [38] ЖНЖ әдістерін қолданып, наносұйықтықпен күн коллекторының өнімділігін болжау үшін модель жасаған, және олардың зерттеу нәтижелері бойынша, шығыс температурасын болжау үлгісінің R2 көрсеткіші 0.99-дан жоғары болған. Интеллектуалды әдістермен модельдеуге болатын тағы бір жылу жүйесі – күн дистилляторы. 

Сохани және оның әріптестері [39] күн дистиллятордың динамикалық өнімділігін модельдеу үшін нейрондық желілердің  әртүрлі құрылымдарын, соның ішінде кері таралу, тікелей өту нейрондық желілері және радиалды-базистік функция (RBF) қарастырды. Олар RBF және тікелей өту нейрондық желілері ең дәл таңдау болып табылатынын, сәйкесінше бассейн суының температурасын және сағаттық су өндірісін бағалауда қолданылатынын айтты.

Дәстүрлі сызықсыз регрессиямен салыстырғанда, интеллектуалды әдістер деректердегі негізгі сызықсыздықты ұстап алу қабілетінің арқасында жылуалмасу құрылғыларының (ЖҚ) әртүрлі сипаттамаларын модельдеуде дәлдікті арттыра алады [40]. 

Зерттеушілер әртүрлі жылу алмастырғыштардың өнімділігін модельдеуге әртүрлі интеллектуалды әдістерді кеңінен қолданды. Мысалы, Хуан және т.б. [41] криогенді осцилляциялық ағын жағдайында жылу алмастырғыштың өнімділігін бағалау үшін анықтамалық векторлар әдісі (SVM) қолданды. Олар стандартты SVM және бір элементті алып тастау әдісімен (leave-one-out) қолданылған SVM модельдерін қолданды және соңғысы максималды қателігі 12,4% болатын жоғары дәлдікті қамтамасыз ететінін хабарлады. Басқа зерттеуде Исламоглу [42] «сым-түтік» типті жылу алмастырғыштағы жылу беру жылдамдығын болжау үшін нейрондық желіні қолданды. Ұсынылған модельдің орташа абсолюттік салыстырмалы қателігі 3%-дан аз болды. Ван және т.б. [43] спиральді немесе сегменттік қалқалармен жабдықталған құбыршалы жылу алмастырғыштардағы жылу беру жылдамдығын бағалау үшін ЖНЖ қолданды. Олар бағалау нәтижелері мен эксперименттік мәндер арасындағы ауытқудың 2%-дан аз екенін атап өтті. Бір ғана шығыс моделімен қатар, интеллектуалды әдістер көмегімен жылу алмастырғыштардың бірнеше параметрлерін болжауға болады. Мысалы, Эсфе [44] Ag/су наносұйықтығын қолдана отырып, қысымның төмендеуі және жылу берудің сипаттамаларын бағалау үшін ЖНЖ моделін жасады. Қысымның салыстырмалы төмендеуі және салыстырмалы Нуссельт санының деректерінің регрессия коэффициенттері ұсынылған модельді қолдану арқылы сәйкесінше 99,54 және 99,76% құрады. Се және т.б. [45] үздіксіз спиральді қалқалар немесе сегменттік қалқалармен жабдықталған құбыршалы жылу алмастырғыштың жалпы жылу беруді және әр жақтағы шығыс температураларын болжау үшін ЖНЖ қолданды. Эксперименттік деректер мен болжамды мәндер арасындағы ең үлкен ауытқу 2%-дан аз болды. Жылу алмастырғыштардың сипаттамаларын болжаудан басқа, ұсынылған интеллектуалды әдістер негізіндегі модельдер осы жүйелерді оңтайландыру үшін де қолданыла алады [46]. Басқа зерттеуде [47] қос құбырлы жылу алмастырғыштардың жалпы құнын, қысымның төмендеуін және жылу беру коэффициентін болжау үшін интеллектуалды әдістер қолданылған, және ЖНЖ негізіндегі модельдер көрсетілген шығыс деректерін дәл бағалауға жарамды екені анықталды. Жылу алмастырғыштардың басқа сипаттамаларын бағалауға болады. Мысалы, Бенйеклеф және т.б. [5, р. 538-550] наносұйықтықтары бар жылу алмастырғышта ластануға төзімділікті бағалау үшін ЖНЖ қолданды және ұсынылған модельдің қанағаттанарлық өнімділігін хабарлады. Модельдердің дәлдігі мен прецизиондылығын ескере отырып, кейбір зерттеулер қателікті болжауды азайту үшін түрлі құрылымдар мен функцияларды тестілеу, әртүрлі оңтайландыру алгоритмдерін біріктіру сияқты әдістерді қолдануға бағытталған [48]. Дәстүрлі жылу алмастырғыштарды пайдалану кейбір шектеулерге ие, мысалы, жабдықтың өлшемі мен орнату үшін қажетті кеңістік [49]. Қарапайым өлшемдері және шағын немесе микроөлшемдері бар жылу алмастырғыштарды әзірлеу осы мәселелерді шешудің тиімді шешімі болады. Жылу алмастырғыштарды модельдеу үшін дәстүрлі әдістерді, мысалы, есептеу гидродинамикасын (CFD) пайдалану еңбек шығынын қажет етеді және айтарлықтай есептеу шығындарын талап етеді. Бұл тұрғыда балама әдістерді және жылдам есептеу өнімділігі мен төмен есептеу шығындарын қамтамасыз ететін тәсілдерді қолдану орынды. Есептеу шығындарынан басқа, модельді әзірлеу кезінде болжау дәлдігі маңызды болып табылады. Жылу алмастырғыштардың жылулық сипаттамаларын жоғары дәлдікпен және салыстырмалы түрде төмен есептеу шығындарымен бағалау үшін интеллектуалды әдістер дұрыс таңдау болады. Ұсынылған интеллектуалды әдістер негізіндегі модельдерді пайдалана отырып, жылу алмастырғыштардың жобалау процесін оңтайландыруға болады, бұл жағдайда модельдегі кіріс деректерін оңтайландыру алгоритмдерінің айнымалылары ретінде қарастырып, ең жақсы өнімділікпен жылу алмастырғыштарды жобалауға болады. Осы жұмыста мысал ретінде жаңа гибридті наносұйықтығын қолдана отырып, микропластиналы жылу алмастырғыштың Нуссельт санын модельдеу үшін Аргументтерді топтық есептеу әдісі (GMDH) және көпқабатты перцептрон (MLP) деп аталатын екі жасанды интеллектуалды желілер түрі қолданылады. Сонымен қатар, эксперименттік жұмыста қарастырылған үш айнымалының маңыздылығы мен әсер ету деңгейін бағалау үшін сезімталдықты талдау жүргізіледі, бұл жұмыстың тағы бір жаңалығы болып табылады. Ұсынылған модельдердің өнімділігі R2, Орташа абсолюттік салыстырмалы ауытқу. (AARD) және Орташа квадраттық қате (MSE) сияқты әртүрлі статистикалық критерийлерді ескере отырып салыстырылады. 

Бұл жұмыста желілерді оқыту және олардың дәлдігін тексеру үшін Дхармаккан және т.б. [50] зерттеулерінде алынған деректер қолданылады. 7-суретте дәнекерленген микропластиналы жылуалмастырғыш (MPHE) көрсетілген. Бұл жылуалмастырғыш түрі пластиналы жылуалмастырғыштардың эволюциясының келесі кезеңі болып табылады. Басқа пластиналы жылуалмастырғыштар сияқты дәнекерленген микропластиналы жылуалмастырғыштар (MPHE) жоғары температуралы ағыннан төмен температуралы ағынға жылу энергиясын береді. Бұл дәнекерленген микропластиналы жылуалмастырғыштардың өнімділігін бағалауға арналған эксперименттік қондырғының схемасы төмендегі 8-суретте көрсетілген.

Қондырғы ағынды басқару үшін тестілеу, өлшеу және басқару блогынан тұрады. Көлемдік шығыс жылдамдығы 0-ден 6 л аралығында циркуляциялық сорғыны пайдалану арқылы жүзеге асырылады. Жүйенің көлемдік шығысын қолдау үшін сорғыға инвертор қосылған. Сол сияқты, кіретін сұйықтықтың температурасын тұрақты ұстау үшін температуралық ванна қолданылады. Діріл әсерін болдырмау үшін құбырға массалық шығыс өлшегіш қосылған.
[image: image7.png]



Сурет 7 ‒ Қарастырылып отырған MPHE және оның қосылуы

Ескерту – Әдебиет негізінде құралған [50, р. 102805-3]
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Сурет 8 ‒ МРНЕ эксперименттік қондырғысының схемасы 

Ескерту – Әдебиет негізінде құралған [50, р. 102805-3] 

Пластиналардың материалы – жылу өткізгіштігіне байланысты болат қолданылады. Температура өлшеу термобулар арқылы жүзеге асырылады. Сұйықтық ағынының жылдамдығы, жылу ағыны және кіретін гибридті наносұйықтықтың температурасының өзгерістері реакцияларды бақылау үшін пайдаланылады. Кейін жаңа массалық шығысты анықтау үшін өлшеулердің жаңа жиынтығы жасалды. Жылу шығынын болдырмау мақсатында жылуалмастырғыш асбест матамен қапталған. Қарастырылып отырған микропластиналы жылуалмастырғыштың сипаттамалары 3-кестеде келтірілген. 

Кесте 3 ‒ Микропластиналы жылуалмастырғыштар сипаттамалары
	Пайкалау материалы
	Мыс пайкасы

	Ені мм 
	118

	Биіктігі мм 
	289

	Ағынды пластиналар 
	Тот баспайтын болат 

	Жобалау температурасының диапазоны
	200°C 

	Максималды жұмыс температурасы
	435 psi 

	Қосылыс түрі
	Сыртқы бұранда

	Пластиналар саны
	20

	Пластиналардың нұсқалары
	3

	Таза салмағы кг
	2,80

	Брутто салмағы кг
	3,42

	Ескерту – Әдебиет негізінде құралған [37, р. 102805-3]


Зерттеудегі қарастырылған жылуалмастырғыштағы қолданылған сұйықтық ZnO-TiO2/этиленгликоль (EG) 0, 1, 2, 3 және 4% көлемдік үлестерде болды. TiO2 және ZnO (бұл мырыш оксидінен (ZnO) және титан диоксидінен (TiO₂) тұратын нанокомпозитті материал) нанобөлшектері [37, р. 102805-1-102805-12]-де егжей-тегжейлі сипатталған золь-гель әдісімен дайындалды. Аталған нанобөлшектер дайындалғаннан кейін олар қажетті көлемдік үлестерді алу үшін таза этиленгликоль (EG) және суда суспензияланды. Негізгі сұйықтықтағы нанокомпозиттік ұнтақтың суспензиясын жақсарту үшін магнитті араластырғыш және ультрадыбыстық диспергатор қолданылды [37, р. 102805-1-102805-12].

2.2 Микропластинкалық жылу алмастырғыш параметрлерінің жылу алмасу тиімділігіне әсері
Микропластинкалық жылу алмастырғыштардың тиімділігіне әртүрлі физикалық және геометриялық параметрлер айтарлықтай әсер етеді. Бұл параметрлердің ішіндегі ең маңыздыларына наноматериалдардың концентрациясы, Рейнольдс саны және пластиналардың биіктігі жатады. Осы бөлімде аталған параметрлердің жылу алмасу процесіне әсер ету ерекшеліктері қарастырылады.

Наноматериалдардың концентрациясы:

Жылу тасымалдағыш сұйықтықтарға нанобөлшектерді қосу арқылы олардың термиялық өткізгіштігі мен тұтқырлығын өзгертуге болады. Нанобөлшектер (мысалы, Al₂O₃, CuO, TiO₂) жоғары жылу өткізгіштікке ие болғандықтан, оларды белгілі бір концентрацияда қосу арқылы жылу алмасудың қарқындылығын арттыруға болады. Алайда концентрация өте жоғары болса, сұйықтықтың тұтқырлығы артып, ағынның кедергісі өсіп, жүйенің гидравликалық тиімділігі төмендеуі мүмкін.

Рейнольдс саны (Re):

Рейнольдс саны ағын режимін сипаттайтын өлшемсіз шама болып табылады. Оның мәні ламинарлық (Re < 2300), өтпелі немесе турбулентті (Re > 4000) ағын режимдерін көрсетеді. Турбулентті режимде жылу алмасу процесі тиімдірек жүреді, себебі бұл жағдайда ағынның араласуы күшейеді. Рейнольдс саны артқан сайын жылу алмасу коэффициенті де жоғарылайды, бірақ сонымен қатар қысым жоғалтуы да артуы мүмкін.

Пластиналардың биіктігі:

Жылу алмастырғыш ішіндегі пластиналардың геометриялық өлшемдері, әсіресе олардың биіктігі, жылу ағынының бағыты мен көлеміне тікелей әсер етеді. Биіктігі артқан сайын жылу тасымалдайтын бет көлемі ұлғайып, жылу беру коэффициенті артады. Алайда бұл параметр де шектен тыс үлкейген жағдайда құрылғының жалпы өлшемдері мен қысым шығыны артып, жүйенің тиімділігі төмендеуі мүмкін.

Қорытынды: Жоғарыда аталған параметрлердің әрқайсысының жылу алмасуға оң немесе теріс әсері болуы мүмкін. Олардың үйлесімді оптималды мәндерін таңдау – жылу алмастырғыштың тиімді жұмыс істеуін қамтамасыз етудің басты шарты. Сондықтан инженерлік есептеулер мен модельдеулерде бұл факторларды кешенді түрде ескеріп, жүйенің жалпы өнімділігі мен энергия үнемділігіне қол жеткізу қажет.

2.3 Машиналық оқыту және нейрондық желілердің негіздері
Нейрондық желілер ‒ бұл машинамен оқыту және жасанды интеллект саласындағы негізгі технологиялардың бірі. Олар биологиялық нейрондардан шабыттанып жасалған және күрделі деректерді өңдеу, үлгілерді тану, табиғи тілді өңдеу және болжау сияқты тапсырмаларды орындауға арналған. Нейрондық желілер қазіргі заманда маңызды рөл атқарады, себебі олар бұрын адам күшін көп қажет еткен үдерістерді автоматтандыруға және жетілдіруге мүмкіндік береді. Мысалы, сөйлеуді және бейнені тану жүйелері, ұсыным жүйелері және автономды көлік құралдары ‒ мұның бәрі нейрондық желілердің дамуының арқасында мүмкін болды. Нейрондық желілер барлық міндеттерге әмбебап шешім емес екенін түсіну маңызды, бірақ олар дәстүрлі машиналық оқыту алгоритмдері қиындықтарға тап болатын салаларда өте тиімді.

Нейрондық желі бірнеше негізгі компоненттен тұрады, олардың әрқайсысы оның жұмыс істеуінде маңызды рөл атқарады.

Нейрондар. Нейрондар, немесе түйіндер ‒ нейрондық желінің негізгі құрылыс блоктары болып табылады. Әрбір нейрон кіріс деректерін қабылдап, оларды өңдеп, нәтижесін шығысқа жібереді. Биологиялық жүйелерде нейрондар бір-бірімен сигналдарды беретін синапстар арқылы байланысады. Ал жасанды нейрондық желілерде нейрондар арасындағы байланыстар салмақтар арқылы жүзеге асады, олар сигналды беру күшін және бағытын анықтайды.

Нейрондар әртүрлі архитектуралар түрінде ұйымдастырылуы мүмкін, мысалы, бір қабатты және көп қабатты желілер. Бір қабатты желіде барлық нейрондар тікелей шығысқа қосылады, ал көп қабатты желіде деректер шығысқа жеткенге дейін бірнеше нейрон қабаттарынан өтеді. Көп қабатты желілер, яғни терең нейрондық желілер, күрделі деректерді өңдеуге және күрделі тапсырмаларды орындауға қабілетті.

Қабаттар. Нейрондық желілер бірнеше нейрон қабаттарынан тұрады, олардың әрқайсысы өзіне тән функцияны орындайды:

Кіріс қабаты – бастапқы деректерді қабылдайды. Бұл қабат ешқандай есептеулер жасамайды, тек деректерді келесі қабатқа жеткізеді.

Жасырын қабаттар – деректерді өңдеп, әртүрлі есептеулерді орындайды. Жасырын қабаттардың саны мен әр қабаттағы нейрондардың саны желінің архитектурасына және шешілетін міндетке байланысты өзгереді.

Шығыс қабаты – ақырғы нәтижені береді. Міндетке байланысты бұл қабатта бір немесе бірнеше нейрон болуы мүмкін. Мысалы, классификация тапсырмасында шығыс қабатында тапсырмадағы кластар санына тең нейрон болуы мүмкін.

Салмақтар мен ығысу. Нейрондар арасындағы әрбір байланыс салмаққа ие, ол осы байланыстың маңыздылығын анықтайды. Салмақтар оң немесе теріс мәнге ие болуы мүмкін, бұл нейрондық желіге кейбір сигналдарды күшейтуге немесе әлсіретуге мүмкіндік береді.

Ығысу (bias) әр нейронға қосылады және активация шегін реттеуге арналған. Ығысу нейронның тіпті кіріс деректер нөл болған жағдайда да белсендірілуіне мүмкіндік береді, бұл желіні икемдірек әрі оқытуға қабілетті етеді.

Активация функциялары. Активация функциялары нейронның белсендірілетінін немесе белсендірілмейтінін анықтайды. Ең танымал активация функцияларына сигмоида функциясы, ReLU (Rectified Linear Unit) және гиперболалық тангенс (tanh) жатады. Әрбір активация функциясының өз артықшылықтары мен кемшіліктері бар.

Мысалы, ReLU өзінің қарапайымдылығы мен тиімділігіне байланысты терең нейрондық желілерде жиі қолданылады, ал сигмоида мен tanh функциялары нейрондардың күйлері арасында біртіндеп өтуді қажет ететін міндеттерде пайдалы болуы мүмкін.

Қорыта келе, соңғы онжылдықтарда нейрондық желілер мен машиналық оқыту әртүрлі инженерлік жүйелердің тиімділігін талдау мен болжауда қажетті құралдарға айналды. Бұл технологиялар үлкен деректер көлемін тиімді өңдеуге және жасырын заңдылықтарды анықтауға мүмкіндік береді, бұл оларды жылу алмастырғыштар сияқты күрделі объектілердің жұмысын оңтайландыруда өте пайдалы етеді.

Дегенмен, дәстүрлі талдау әдістері, мысалы, математикалық модельдеу немесе статистикалық тәсілдер, көбінесе жоғары өлшемді деректер мен нақты инженерлік жүйелерге тән күрделі тәуелділіктермен жұмыс істегенде қиындықтарға тап болады. Осы контексте нейрондық желілер, олардың әртүрлі жағдайларға бейімделу қабілетіне ие, болжаудың қуатты құралы ғана емес, сонымен қатар сыртқы және ішкі факторларға динамикалық түрде бейімделетін реконфигурацияланатын интеллектуалды блоктарды әзірлеуде маңызды компонент болып табылады.

Нейрондық желілерді FPGA технологияларымен үйлестіру жүйелерді жасауға мүмкіндік береді, олар минималды кідірістермен жоғары өнімділікті қамтамасыз етеді, бұл әсіресе нақты уақыт режимінде маңызды, онда жағдайлар өзгерген кезде жылдам жауап беру қажет. Өз кезегінде, осындай интеллектуалды блоктарды жасау және енгізу инженерлік жүйелердің тиімділігі мен сенімділігін арттыру үшін жаңа мүмкіндіктер ашады, мысалы, жылу алмастырғыштар, онда параметрлерді болжау мен басқарудың дәлдігі олардың оңтайлы жұмыс істеуі үшін шешуші рөл атқарады.

Осылайша, машиналық оқыту мен нейрондық желілер әдістерін реконфигурацияланатын интеллектуалды блоктардың архитектурасына енгізу адаптивті және тиімді шешімдерді әзірлеу үшін жаңа көкжиектер ашып, күрделі инженерлік жүйелердің жұмыс сипаттамаларын едәуір жақсартуға мүмкіндік береді.

2.4 MLP және GMDH модельдерін жылу алмастырғыштардың өнімділігін болжауда қолдану

Инженерлік жүйелердің күрделене түсуі және олардың сенімділігі мен тиімділігіне қойылатын талаптардың артуы өнімділікті дәл әрі уақтылы болжаудың маңыздылығын арттырып отыр. Дәстүрлі әдістермен қатар қазіргі таңда интеллектуалды әдістер – яғни жасанды интеллект (AI) пен машиналық оқыту (ML) негізіндегі тәсілдер кеңінен қолданыла бастады. Бұл әдістер жүйелердің жұмыс істеу барысында жинақталатын үлкен көлемдегі деректерді өңдеуге және сараптауға мүмкіндік береді.

Интеллектуалды әдістердің артықшылықтары:

Үлкен деректерді өңдеу қабілеті: Жүйеден келіп түсетін әртүрлі сенсорлық деректерді талдау арқылы жасанды интеллект өнімділікті нақты бағалауға мүмкіндік береді.

Үлгіге негізделген болжау: Жасанды нейрондық желілер (ЖНЖ), шешім қабылдау ағаштары, регрессиялық модельдер және басқа интеллектуалды әдістер күрделі қатынастар мен жасырын заңдылықтарды таба алады.

Бейімделгіштік: Интеллектуалды жүйелер жаңа деректерге қарай бейімделіп, өз болжамдарын жаңарта алады. Бұл оларды динамикалық инженерлік жүйелер үшін өте тиімді құрал етеді.

Негізгі қолданылатын интеллектуалды әдістер:

1. Жасанды нейрондық желілер (Artificial Neural Networks – ANN): Нейрондық желілер деректер арасындағы күрделі байланыстарды үйренуге қабілетті. Олар жүйенің кіріс және шығыс параметрлері арасындағы тәуелділікті модельдеуге қолданылады. Мысалы, микропластинкалық жылу алмастырғыштың өнімділігін болжау кезінде кіріс ретінде Рейнольдс саны, нано сұйықтық концентрациясы, температуралар енгізіледі.

2. GMDH (Group Method of Data Handling): Бұл әдіс кіріс-шығыс мәліметтер негізінде оңтайлы модель құрылымын автоматты түрде құрастырады. GMDH әдісі жоғары дәлдікпен болжау жасай алады және артық параметрлерді автоматты түрде жоя отырып, модельді оңтайландырады.

3. Fuzzy Logic (Булдыр логикасы): Егер инженерлік жүйелердің жұмысында анық шекаралар болмаса, булдыр логика көмегімен параметрлерді сипаттап, нәтижелерді жақсартуға болады.

4. Genetic Algorithms (Генетикалық алгоритмдер):Бұл әдістер күрделі оңтайландыру есептерін шешу үшін қолданылады. Олар инженерлік жүйелердің параметрлерін автоматты түрде іріктеп, ең тиімді комбинацияны анықтауға көмектеседі.

Қолдану мысалдары:

 Жылу алмастырғыштар: Жылу алмасу тиімділігін болжау және оңтайландыру.

 Энергетикалық жүйелер: Тұтыну деңгейін болжау және энергия тиімділігін арттыру.

 Құрылымдық жүйелер: Жүктемелерге төзімділік пен тозу үдерістерін модельдеу.

Интеллектуалды әдістер – инженерлік жүйелердің өнімділігін талдау және болжауда тиімді құрал. Олар деректер негізінде жүйенің жұмысын сипаттайтын модельдер құруға, болашақтағы жұмыс көрсеткіштерін дәл болжауға, сондай-ақ жүйені оңтайландыруға мүмкіндік береді. Бұл әдістердің қолданылуы инженерлік шешімдердің сенімділігін арттырып, өндірістік процестердің автоматтандырылуына ықпал етеді.

Әдістері. Моделдеу және регрессия үшін интеллектуалдық әдістердің көптеген түрлері бар. MLP және топтық есептеу әдісі (GMDH) – жылу жүйелерін модельдеуде қолданылатын екі ең танымал әдіс. Осы екі тәсіл ағымдағы жұмыста наносұйықтықтың көлемдік үлесі, Рейнольдс саны және пластина биіктігі негізінде дәнекерленген микропластиналы жылуалмастырғыштар Нуссельт санының моделін жасау үшін қолданылды. MLP нейрондық желісі бірнеше қабаттан тұрады, бұл 9-суретте көрсетілген. Кіріс қабатында модельдердің кіріс деректері қолданылады, ал шығыс қабатында модельдің шығыс деректері беріледі. Осы екі қабатқа қосымша, бір немесе бірнеше жасырын қабат болуы мүмкін. Осы желінің архитектурасында қабаттарда бірнеше түйіндер бар. Әр түйінде келесі қабатпен байланысу үшін салмақтар векторы қолданылады. Келесі қабаттың кірісі түйіндердің қосындысы арқылы алынады.  
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Сурет 9 ‒ Бір жасырын қабаты бар MLP желісінің архитектурасы 

Ескерту – Әдебиет негізінде құралған [51]

X кіріс векторы деп есептесек, nj j-шы түйіннің кірісі болып табылады және төмендегі көрсетілген 1-ші теңдеуі арқылы келесі түрде есептеледі [52]:
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(1)
мұнда K ‒ түйіндер саны; 
ωji – салмақ; ал 
θj ‒ шек. Одан кейін келесі қабаттың кірістері берілген (2)-ші теңдеуіне сәйкес беру функциясы арқылы анықталады [51, р. 1135055].
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(2)
Ағымдағы жұмыста қолданылатын беру функциясы ‒ радиалды базистік функция, ол болжау модельдерін әзірлеуде қолданылатын ең кең таралған беру функцияларының бірі болып табылады. Түйіннің шығысын анықтау үшін жасырын қабаттың шығысы мен салмақты көбейту қажет. Жасырын қабаттың мөлшерін және оған сәйкес санды анықтауға қатысты нақты ереже жоқ. Бұл зерттеуде бір жасырын қабат қарастырылған. Қазіргі модельдің кіріс деректері, жоғарыдағы 9-суретте Xі деп көрсетілген, наносұйықтықтың концентрациясы, Рейнольдс саны және пластинаның биіктігі болып табылады, ал модельдің шығысы, осы суретте P ретінде көрсетілген Нуссельт саны болып табылады. Оптималды құрылымды алу үшін жасырын қабаттағы нейрондардың әртүрлі саны қолданылды. GMDH ‒ ағымдағы зерттеуде қолданылатын басқа техника.  GMDH желісінің процессоры полиномдарға негізделген. GMDH-та жасырын қабаттардың саны қажетті дәлдікке байланысты. GMDH әдісін қолдану барысында тек бір ғана шығыс қарастырғанда Колмогоров-Габор полиномы қолданылады, ол (3)-ші теңдеуде көрсетілген [53, 54].
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(3)

(1)-ші теңдеуде салмақ векторы ω деп белгіленген, ал болжамдалатын нәтиже P деп белгіленген. Модельдің нәтижесі MSE минималды мәнін ескеретін ең кіші квадраттар әдісін пайдалану арқылы анықталады. Кіріс деректері Xi және Xj ретінде қарастырылып, жалпы корреляция (4)-ші теңдеуге сәйкес жазылуы мүмкін [55].
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(4)

Бұл полиномның коэффициенттері нақты және есептік мәндер арасындағы ауытқуды минималды ету үшін анықталады. GMDH моделінің кіріс деректері, Xi, Xj және Xk, MLP моделіндегі деректерге ұқсас. Осы модельді әзірлеу үшін осы мақалада GMDH Shell бағдарламалық қамтамасыз етуі қолданылады. Модельді сандық бағалау үшін әртүрлі критерийлер, соның ішінде R², салыстырмалы ауытқу (RD), орташа квадраттық қате (MSE) және орташа абсолютті салыстырмалы ауытқу (AARD) қолданылады, олар келесідей анықталады [56]:
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(6)

мұнда i деректер индексін білдіреді.

Нәтижелер және талқылау. Бұл бөлімде модельдерден алынған нәтижелер көрсетіледі. Деректер кездейсоқ түрде екі топқа бөлінді: оқыту және тестілеу жиынтықтары. Модельдерді жасау үшін кіріс деректері ретінде Рейнольдс саны, негізгі сұйықтықтағы наноматериалдың көлемдік үлесі 1-4% аралығында және пластина биіктігі 200-400 μм (микрометр) аралығында алынды. Оқыту жиынтығының үлесі 70%, ал қалған 30% тестілеу үшін пайдаланылады. Деректер оқыту және тестілеу желілері үшін кездейсоқ таңдалды. Барлық деректер жарияланған эксперименттік зерттеуден алынған [50, р. 102805-1-102805-12]. Мүмкін болатын қателіктерді азайту және MLP моделінің архитектураға тәуелділігін ескере отырып, жасырын қабаттағы нейрондардың әртүрлі санын бағалау жүргізілді. 4-кестеде қарастырылған әртүрлі архитектуралар үшін MSE мәндері көрсетілген.

Кесте 4 ‒ MLP моделінің әртүрлі нейрондар саны үшін MSE мәндері

	Нейрондар саны
	Деректер жиынтықтары
	MSE

	1
	2
	3

	5
	Оқыту
	0.001423

	
	Тестілеу
	0.000559

	
	Жалпы
	0.001164

	6
	Оқыту
	0.002951

	
	Тестілеу
	0.002583

	
	Жалпы
	0.00284

	7
	Оқыту
	0.002162

	
	Тестілеу
	0.002037

	
	Жалпы
	0.002125

	8
	Оқыту
	0.00433

	
	Тестілеу
	0.00394

	
	Жалпы
	0.004213

	9
	Оқыту
	0.005012

	
	Тестілеу
	0.006401

	
	Жалпы
	0.005428

	10
	Оқыту
	0.001041

	
	Тестілеу
	0.00067

	
	Жалпы
	0.00093

	11
	Оқыту
	0.002001

	
	Тестілеу
	0.001575

	
	Жалпы
	0.001873

	12
	Оқыту
	0.001092

	
	Тестілеу
	0.000731

	
	Жалпы
	0.000984

	13
	Оқыту
	0.0008

	
	Тестілеу
	0.000339

	
	Жалпы
	0.000662

	14
	Оқыту
	0.00218

	
	Тестілеу
	0.002376

	
	Жалпы
	0.002239

	15
	Оқыту
	0.000859

	
	Тестілеу
	0.000753

	
	Жалпы
	0.000827


13 нейронды жасырын қабатта қолдану барлық деректер жиынтығы үшін минималды MSE мәнін бергенін көруге болады. Осы жағдайда оқыту, тестілеу және жалпы деректер жиынтықтары үшін MSE мәндері тиісінше 0.0008, 0.000339 және 0.000662 болады. 
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Сурет 10 ‒ Эксперименттік мәндермен салыстырылған MLP моделі үшін есептелген Нуссельт саны

10-суретте 13 нейронды MLP моделімен алынған Нуссельт санының мәндері эксперименттік зерттеуде ұсынылған нақты деректермен салыстырылады. Бұл модельде деректердің көпшілігі Y=X сызығына жақын екенін көруге болады, ал барлық деректер үшін R2 мәні 0.9972, бұл болжау моделінің жоғары тиімділігін көрсетеді. Нүктелердің Y=X сызығына жақын болуы болжау мен нақты деректер арасында айтарлықтай ауытқудың жоқ екенін білдіреді, және жасалған модельдің дәлдігі қабылданарлық. Нүктелердің Y=X сызығынан алыстығы нақты және сәйкес болжаған мәндер арасындағы үлкен айырмашылықты білдіреді. Регрессия үшін R2 мәні 0 мен 1 аралығында болады, және 1-ге жақын мәндер жақсы регрессия дәлдігін білдіреді. GMDH әдісімен ұсынылған модель үшін оқыту, тестілеу және жалпы деректер жиынтықтары үшін MSE мәндері тиісінше 0.001145, 0.00099 және 0.001101 болады. Төмендегі 11-суретте GMDH моделінің анықтаған Нуссельт саны эксперименттік деректермен салыстырылады. Деректер Y=X сызығына өте жақын, бұл жасалған модельдің Нуссельт санын болжау үшін жоғары тиімділігін көрсетеді. Бұрын айтылғандай, тестілеу және оқыту деректері үшін нүктелердің жақындығы болжау мәндерінің сәйкес эксперименттік деректерге жақын екенін білдіреді. Дегенмен, Y=X сызығына нүктелердің жақындығы GMDH негізіндегі модель үшін қабылданарлық болса да, салыстыру MLP негізіндегі модельдің көп жағдайда Y=X сызығына жақын болатынын көрсетеді. Бұл модель үшін R2 мәні 0.9948, MLP моделіне қарағанда төмен, бірақ ол әлі де 1-ге өте жақын және модельдің жоғары дәлдігін және сенімділігін көрсетеді.
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Сурет 11 ‒ Эксперименттік мәндермен салыстырылған GMDH моделі үшін есептелген Нуссельт саны

MSE және R² көрсеткіштерінен басқа, болжау модельдерін бағалау үшін басқа да критерийлер бар. RD (Relative Deviation) және AARD (Average Absolute Relative Deviation) екеуі ‒ дәлдікті бағалау үшін қолданылатын ең кең таралған критерийлер болып табылады. 
12-суретте экспериментте алынған Нуссельт санына қатысты RD мәні көрсетілген. Көбінесе, Нуссельт санының жоғары мәндері үшін RD абсолютті мәні төмен екенін байқауға болады, ал Нуссельт санының төмен мәндері үшін бұл көрсеткіш жоғары. Жалпы алғанда, ұсынылған модельді қолдану Нуссельт санының жоғары мәндері үшін үлкен дәлдікке әкелетіні байқалады. Кейбір жағдайларда үлкен ауытқу ұсынылған модельдің сипаттамалары мен айнымалылар мен шығыстың арасындағы өзара байланысты сипаттайтын функциямен байланысты. MLP және GMDH модельдері үшін максималды абсолютті RD мәндері сәйкесінше 22,23 және 14,91% шамасында болады. Бұл мәндер кейбір алдыңғы зерттеулермен салыстырғанда модельдердің айтарлықтай өнімділігін көрсетеді. Мысалы, Ардаг және басқалары [57] жасанды нейрондық желілер негізіндегі модель үшін Нуссельт санының максималды RD мәндері ыстық және суық жақтағы пластиналы жылу алмастырғыш үшін сәйкесінше 100,15 және 51,37% екенін хабарлады, бұл осы зерттеуде алынған мәндерден айтарлықтай жоғары.
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а ‒ MLP модельдері үшін; ә ‒ GMDH модельдері үшін
Сурет 12 ‒ Нуссельт санына қатысты салыстырмалы ауытқу

MLP үшін максималды абсолютті RD мәні GMDH моделінен жоғары болғанымен, AARD үшін MLP мәні GMDH моделінен төмен. Барлық деректер үшін Нуссельт санын болжауда MLP моделін қолдану артықшылығы бар деп айтуға болады. MLP және GMDH модельдерінің AARD мәндері сәйкесінше 1,56 және 2,43% шамасында. Болжаулардың эксперименттік деректермен жақындығын тереңірек түсіну үшін, олардың салыстырмасы 12-суретте көрсетілген. Екі модель үшін де көбінесе болжау деректері эксперименттік зерттеуде көрсетілген нақты мәндерге өте жақын; дегенмен, MLP жасанды нейрондық желісін қолдану болжау деректерін нақты мәндерге көбірек жақындатады. Модельдің шығысы мен нақты мән арасындағы үлкен ауытқу болған жағдайларда, көрсетілген мәндер арасында айырмашылық үлкен болады; алайда, қазіргі модельдерде айырмашылықтар көбінесе өте аз және мәндер шамамен сәйкес келеді. Қорытындылай келе, MLP негізіндегі модельдің жалпы өнімділігі GMDH негізіндегі модельден артық екенін атап өтуге болады (13-сурет). 
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a – GMDH; ә – жасанды нейрондық желі MLP үшін
Сурет 13 ‒ Деректер индексіне байланысты болжау мен эксперимент бойынша алынған Нуссельт саны

Модельдер 5-кестеде көрсетілген статистикалық критерийлер негізінде салыстырылды. 
Кесте 5 ‒ Модельдерді салыстыру
	Критерийлер
	GMDH
	Тиімді MLP

	MSE
	0.001101
	0.000662

	R2
	0.9948
	0.9972

	AARD (%)
	2.43
	1.56

	Max RD (%)
	14.91
	22.23


Мәселенің сипатына байланысты қолданылатын әдістердің өнімділігі әртүрлі болуы мүмкін. Кейбір зерттеулер GMDH модельдерінің болжау модельдерін құрудағы жақсы өнімділігін хабарласа да [58], басқалары MLP жасанды нейрондық желілер модельдерінің жоғары өнімділігі мен дәлдігін көрсетеді [59]. Бұл зерттеуде MLP нейрондық желісінің жақсы өнімділігі модель құрылымдарының әртүрлілігін зерттеу арқылы қамтамасыз етілген, бұл GMDH моделінен жоғары дәлдіктегі оптималды модельді ұсынады. Бұл зерттеудегі интеллектуалдық әдістерге негізделген ұсынылған модельдер MPHE Нуссельт санын болжау үшін әртүрлі жұмыс жағдайларында қолдануға болады, және бұл сандық симуляциясыз. Сонымен қатар, бұл модельдер сол жұмыс принциптері мен ұқсас геометриялары бар басқа MPHE-лерді оңтайлы жобалау үшін қолдануға болады және MPHE-ны оңтайлы жобалауды жеңілдету мен жеделдетуге көмектесетін құрал ретінде қарастырылуы мүмкін. Дегенмен, осы зерттеуде жасалған модельдің болжау тиімділігі қабылданатын деңгейде болса да, кейбір аспектілер мен факторларды қарастыру болашақтағы жұмыстар үшін пайдалы болар еді. Бұл зерттеуде модель құру үшін үш кіріс айнымалысы қолданылды; алайда модельдің толықтығын арттыру үшін қосымша айнымалыларды қарастыруға болады. Мысалы, жылу алмастырғыштың өнімділігі туралы эксперименттік деректерді басқа наносұйықтытармен жинап, жұмыс сұйықтығының қасиеттерін кіріс айнымалылары ретінде қарастыруға болады. Сонымен қатар, жылу алмастырғыштардың өлшемдері өзгертіліп, алынған деректер болашақтағы модельдерде қолданылуы мүмкін, бұл толықтығы жоғары модельдің құрылуына әкеледі. Сонымен қатар, болашақ жұмыстарда басқа интеллектуалдық әдістер, мысалы, адаптивті нейро-жұптық жүйе шығару (ANFIS) және қолдау векторларының әдісі (SVM) қолданылып, олардың тиімділігі осы жұмыста қолданылған әдістермен салыстырылуы мүмкін. Нуссельт санына қосымша, микропластиналық жылу алмасу құрылғыларының (MPHE) басқа сипаттамалары, мысалы, жүйедегі қысымның төмендеуі, болашақ зерттеулерде интеллектуалдық әдістермен модельденіп, болжауға болады.

Сезімталдықты талдау. Жоғарыда айтылғандай, эксперименттік зерттеуде үш айнымалы қарастырылды: Рейнольдс саны, наноматериалдардың көлемдік үлесі және пластинаның биіктігі. Әрбір айнымалының маңыздылығын және оның шығыс параметріне, яғни Нуссельт санына әсерін бағалау үшін сезімталдықты талдау жүргізіледі. Бұл процесс [-1,1] диапазонында орналасқан релеванттық факторды анықтауға негізделген. Релеванттық фактордың абсолюттік мәндерін салыстыру әрбір айнымалының маңыздылық деңгейін анықтауға мүмкіндік береді. Релеванттық фактордың жоғары мәндері нәтижеге көбірек маңыздылық пен әсерді көрсетеді. Әрбір айнымалының релеванттық факторын төмендегі (7) теңдеуін қолдану арқылы анықтауға болады [60, 61].
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мұнда yi сәйкесінше i-ші шығудың мәндері мен шығулардың орташа мәні болып табылады. Сол сияқты, Xki сәйкесінше, k-ші кірістің мәні мен оның орташа мәніне қатысты. Сезімталдықты талдау жүргізу үшін эксперименттерден алынған деректер қолданылады. Бұл зерттеуде үш параметр: наножидкостьтың концентрациясы, Рейнольдс саны және пластина биіктігі өзгертілді, және осы факторлар сезімталдықты талдауға енгізілді. 8-суретте көрсетілгендей, жұмыс сұйықтығындағы наноматериалдың концентрациясына қатысты релеванттық фактордың мәні басқа екі параметрге қарағанда жоғары. Есептелген релеванттық факторлар негізінде наноматериалдар концентрациясы ең маңызды болып табылады, одан кейін Рейнольдс саны мен пластина биіктігі орналасқан. Басқаша айтқанда, наноматериалдар концентрациясының өзгеруі Нуссельт санының өзгеруіне Рейнольдс саны мен пластина биіктігіне қарағанда көбірек әсер етеді.

Екінші бөлім бойынша қорытынды

Бұл бөлімде микропластиналы жылу алмастырғыштағы Нуссельт санын болжауға арналған. Қолданылған деректер эксперименттік жұмыстан алынған. Осыған байланысты модель құру үшін үш кіріс параметрі, атап айтқанда, пластина биіктігі, наноматериалдардың концентрациясы және Рейнольдс саны қолданылды. Модель көпқабатты персептрон (MLP) нейрондық желісі және топтық аргументтерді есепке алу әдісі (GMDH) негізінде құрылды. Болжамның ең жоғары мүмкін дәлдігіне қол жеткізу үшін MLP моделінің жасырын қабатындағы нейрондар санын өзгерту арқылы әртүрлі архитектуралар бағаланды. MLP моделінің жасырын қабатындағы нейрондар саны 5-тен 15-ке дейін өзгертілді және 13 нейронды пайдалану ең дәл болжамдарды қамтамасыз ететіні байқалды, ол орташа квадраттық қате бойынша анықталды. Модельдермен анықталған деректерді және эксперименттік деректерді салыстыру екі модельдің де айтарлықтай маңыздылығы бар екенін көрсетті; дегенмен, оңтайлы архитектурасы бар MLP моделінің R² мәні GMDH-ға қарағанда жоғары болып, тиісінше 0.9972 және 0.9948 құрады. Сонымен қатар, MLP қолданылған жағдайда AARD моделі GMDH-ға қарағанда төмен болды; дегенмен, болжамдардың ең үлкен абсолюттік ауытқуы MLP қолданылған кезде байқалды. Сонымен қатар, сезімталдық талдауы жүргізілді және наноматериалдардың концентрациясы Нуссельт санына пластина биіктігі мен Рейнольдс санына қарағанда көбірек әсер ететіні анықталды. Болашақ зерттеулер үшін ұсыныстарға модельдердің толық қамту қабілетін арттыру үшін кіріс деректер ретінде көбірек айнымалыларды қарастыру және бағалау мен дәлдік қабілетін салыстыру үшін басқа интеллектуалды әдістерді пайдалану кіреді (14-сурет).
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Сурет 14 ‒ Кіріс айнымалылардың релеванттық факторы

3 РЕКОНФИГУРАЦИЯЛАНАТЫН IP БЛОКТАРДЫ ӘЗІРЛЕУ 
3.1 FPGA үшін нейрондық желі модельдері негізінде интеллектуалды блоктарды әзірлеу

Өнімділік пен энергия тиімділігі ‒ есептеуіш жабдықтың арнайы архитектураларын әзірлеудің шешуші себептері болып табылады [62]. Жасанды интеллект тапсырмаларында, әсіресе жасанды нейрондық желілердің (Artificial Neural Networks, ANN) аппаратымен жұмыс істегенде, аппараттық жабдыққа қойылатын талаптар ерекше жоғары. Ғалымдар арасында кең таралған пікір бойынша, жасанды интеллект прогресінің баяулауы дәл аппараттық бөліктің кемшіліктеріне байланысты. Классикалық тізбекті процессорлар параллельді есептеулер үшін, соның ішінде нейрондық желілер үшін, ең тиімді шешім болып табылмайды. FPGA құрылғылары конфигурацияланатын цифрлық электрондық схемаларды кез келген архитектурада, соның ішінде параллельді архитектураларды құру үшін пайдаланылатындықтан, олар нейрондық желілерді құру үшін үдеткіш ретінде тамаша жарамды. Бұл тәсілдің артықшылықтарына төмен энергия тұтынуы, жоғары есептеу қуаттылығы мен икемділігі жатады. FPGA жоғары жиілікті дискретизациясы бар сенсорлар үшін, сондай-ақ деректерді сүзгілеп, деректерді жіберу жылдамдығын төмендету үшін жоғары жылдамдықты сигналдарды өңдеуде пайдаланылуы мүмкін, бұл күрделі сигналды өңдеу, беру және сақтау процесін оңайлатады [63]. Сонымен қатар FPGA деректерді нақты уақыт режимінде өңдеуге өте қолайлы, мысалы, бейнелер, радиолокациялық және медициналық сигналдарды орталық процессорлардан (Central Processing Unit, CPU) әлдеқайда тиімді өңдейді [64]. FPGA маңызды ерекшеліктеріне параллелизм мен конвейерлендіру жатады. Параллелизмнің арқасында ресурстарды бірнеше модульдер тәуелсіз және бір мезгілде жұмыс істейтіндей етіп көп рет бөлу және есептеу мүмкіндігі пайда болады. Конвейерлендіру аппараттық ресурстарды көп рет пайдалануға мүмкіндік береді. Бұл екі фактор бірге параллельді өнімділікті айтарлықтай арттыруы мүмкін [65].

Қазіргі уақытта микроэлектроника аса серпінді дамып келе жатқан өнеркәсіп саласының бірі болып табылады. Бір талай жетістіктерге жеткен технологиялық деңгей интеллектуалды меншік блоктарын (IP-intellectual property block) құруға мүмкіндік береді. Бірнеше рет қолданылатын блок (Reusable Block) – бұл қайта қолданылатын бұрын жобаланған, верифицирленген функционалды блок. Бұндай блоктарды ядролар (Cores), виртуалды компоненттер (Virtual Component — VC), макроэлементтер, интелектуалды меншік (ІР - блоктар) деп атайды. Блок-бұл кристалда жобаланатын құрылғының функционалды бөлігін  автоматтандырылған жабдықтар арқылы жүзеге асыруға мүмкіндік беретін АЖЖ жүйесіне арналған ішкі программа болып табылады. 

Бағдарламаланатын логикалық интегралды схемалардың жабдықтаушылары өзінің аппараттық, микробағдарламалық және бағдарламалық интеллектуалды меншік блоктарын ұсыналы. Аппараттық блоктар іске асырылған блоктар болып табылады, оларға микропроцессорлық ядролар, гигабиттік интерфейстер, көбейткіштер, қосқыштар, және тағы басқалар жатады. Бұл блоктар өнімділігі жағынан, қуатты қолдану жағынан, кристалда алатын орнының көлемі жағынан максималды тиімді болып құрастырылады. Әрбір бағдарламаланатын логикалық интегралды схемалардың жиынтығы бұндай блоктардың әртүрлі саны және комбинациялаларымен ерекшеленеді. 

Бағдарламалық интеллектуалды меншік блоктары (бағдарламалық IP) құрастырушылар түпкі құрылғыларды қолдана алатын жоғары деңгейлі функциялардың бастапқы кодының кітапханасы болып табылады. Бұл функциялар регистрлік тасымалдау деңгейі (RTL – register transfer level) терминімен,  VHDL немесе Verilog сияқты HDL (HDL- hardware descpirtion language) аппараттық құрылғыларды сипаттау тілі арқылы көрсетіледі. Инженерлер қолданатын бағдарламалық интеллектуалды меншік блоктарының барлық функциялары RTL терминде сипатталатын  негізгі құрылғының бөлігі болып табылады, содан соң бағдарламаланатын логикалық блоктардың топтарына синтезделеді, және де көбейткіш сияқты интелектуалды меншіктің кейбір аппараттық блоктарымен қосылуы мүмкін. 

 Микробағдарламалық интеллектуалды меншік блоктары (микробағдарламалық IP- firm IP) жоғары деңгейлі функциялардың кітапханасы ретінде жүзеге асырылады. Бағдарламалық интеллектуалды меншік блоктарының функцияларынан айырмашылығы бұл функциялар тиімді түрленген, сонымен қатар бағдарламаланатын логикалық блоктардың тобына біріктірілген және орналастырылған. Керек жағдайда микросхема құрлымына алдын ала анықталған микробағдарламалық ІР блоктары енгізілуі мүмкін. Өйткені, жалпыға арналған бағдарламаланатын логикалық блоктар жиынтығын қолдану арқылы функцияларды аппараттық ІР, бағдарламалық немесе микробағдарламалық интеллектуалды меншік блоктар түрінде жүзеге асыру арасында айырмашылықты анықтау өте қиын.

Интеллектуалды меншік блоктарын құру әдіс тәсілдері бірнеше нұсқада болуы мүмкін. Мысалы, сигналдарды сандық өңдеу (DSP- Digital signal processing) функционалды блоктардың кітапханасын VHDL немесе Verilog тілдеріне арналған дәл осындай баламалы кітапханасы бар RTL –ді  абстракцияның жүйелік деңгейінде құруға болады. Бұл идеяның негізі мағынасы абстракцияның жүйелік деңгейінде функционалды блоктардың иерархиясын қолдана отыра құрылғыны тексеріп және сипаттауға болады. Нәтижесінде дайын құрылғыдан RTL блоктардың қосылу кестесін құруға, сонымен қатар оны төмендеңгейлі модельдеу  және синтез жабдықтарына тасымалдау үшін қолдануға болады. Жалпы алғанда интеллектуалды меншік блоктарды құру әдіс тәсілдері келесідей болуы мүмкін: бұрын құрастырылған құрылғы негізінде өз бетінше құру, БЛИС жабдықтаушылардың дайын шешімін қолдану немесе басқа құрастырушылар жасағандарды қолдану арқылы. IP блоктар әртүрлі құрастырылып таратылуы мүмкін. RTL сипаттасы түрінде таратылуы және құрылуы осының бір мысалы. Бұл жағдайда осы блоктарды қолданудың бірнеше тәсілдері бар. БЛИС негізінде құрылғы құру кезінде интеллектуалды меншік блоктары регистрлік тасымалдау деңгейіндегі шифрленбеген бастапқы кодының блогі ретінде жасалуы мүмкін (15 - сурет).

Сонымен қатар интеллектуалды меншік блоктары бір криссталлдағы жүйелер түрінде құрылады. Көптеген шығарылатын микросхемалар бір криссталлдағы жүйелерге жатқызуға болады. Бір кристаллдағы жүйелер (БКЖ, ағылшынша System On a Chip) – қажеттілікке байланысты жады, бағдарламаланатын логика, аналогты функциялар, коммуникациондық интерфейстер құрылғылары және қуатты қолдануын  басқару,  RISC-процессор немесе  DSP ядросы енгізілген жеке чип болып табылады. Бастапқыда бұндай элементтер жеке микросхемаларда орнатуды талап ететін.


Көптеген жүйелік функцияларды тұтас кристалл шақпақ таста іске асыруда бұл микросхемалар жалпы алғанда жүйе құнының аса көп бөлігін құрайды. Көптеген ұялы телефондар, мультимедиа жүйелері, көлік электроникалары бұндай микросхемаларсыз болу мүмкін емес. Бұндай жүйелердің басты артықшылығы төмен баға. Жоғары өнімділік және сенімділік, қуатты аз қолдану, көпфункционалдылығы және қолданушыға ыңғайлылығы, нарыққа соңғы өнімді шығаруда уақытты үнемдеу, жобалаудың қарапайымдылығы бұндай жүйелерді дайындауда жобалаушыға және тапсырыс берушіге тартымды жағдай туғызады. Интеллектуалды меншік блоктары әртүрлі аппарат негізінде жүзеге асырылуы мүмкін. Қазіргі уақытта бағдарламаланатын логикалық интегралды схемалар нарығы аса серпінді дамуда. Бағдарламаланатын логкалық интегралды схемалар (БЛИС) негізінде интеллектуалды меншік блоктарын құру аса ыңғайлы және арзан. БЛИС келесі бағыттарда қолданылады:
сандық құрылғылардың аппараттық макеті;

кең таралған өнеркәсіп жағдайында;

бағдарламалық анықталатын радио-байланыс жүйесіндегі жаңа технология;

конфигурациясы қайта өзгеретін есептеулер.

Сандық құрылғыларды құру кезінде қолданылатын бағдарламалық қамтамасыз ету элементтік негіздің қарқынды дамуына байланысты тез ескіреді, нәтижесінде оны қайта жетілдіру қажеттілігі туады. Бұл тұжырым БЛИС АЖЖ (автоматты жобалау жүйесі) қатысты. Қазіргі замаңғы  бағдарламаланатын логикалық интегралды схемаларды автоматты жобалау жүйелері регистрлік тасымалдау деңгейінде құрылғы моделі бойынша бағдарламаланатын логикалық интегралды схемалардың конфигурацияларын алу әдіс тәсілдері жақсы жүзеге асырылған. Бірақ та бағдарламаланатын логикалық интегралды схемалардың құрылғылары бір кристалда тұтас жүйелерді жобалауға мүмкіндік береді, соған сәйкес, жүйені жобалау үшін жүйелік деңгейдегі жобалау жабдықтарын және жобаны сипаттау тілін таңдап алу қажет. Xilinx ISE Design Suite бағдарламасы БЛИС негізінде сандық құрылғыларды құрастырудың толық топтамасын жүзеге асыратын жобалау жүйесі болып табылады. Бұл бағдарлама келесі этаптарды қамтиды: жобаның бастапқы сипаттамасын құру, синтездеу, модельдеу, орналастыру және жол тарту, кристалдың өзін бағдарламалау. Xilinx ISE Design Suite бағдарламасының негізгі модульдері: сұлбатехникалық енгізу редакторы, ақпарат негізінде қалыптарды құрайтын HDL сипаттамасын құрудың интеллектуалды жабдықтары, HDL Bencher модельдеу бағдарламасына арналған мәтіндік ықпалдың генерациялар модулі, функционалдық және уақытша модельдеу бағдарламасы – ModelSim, БЛИС–  ті автоматты түрде орналастыру және жол тартуға арналған бағдарлама, StateCAD қалып күй диаграммалар редакторы, iMPACT–конфигурациялық жүйелілікті БЛИС FPGA –ға жүктеу бағдарламасы, БЛИС CPLD және бағдарламаланатын тұрақты есте сақтау құрылғыларын  (БТЕҚ) бағдарламалау. Xilinx ISE Design Suite бағдарламасын қолдану арқылы сандық құрылғыларды жобалау бағыты келесі элементтер тұрады: жобаны енгізу, сұлбатехникалық редактор (Schematic ECS), мәтіндік редактор (HDL Editor), диаграмма редакторы (State Machines State CAD), жоба синтезі Xilinx Synthesis Technology (XST), трансляция (NGDBuild), ресурстарды орналастыру және қосу (Fit CPLD Fitter), қуатты тұтыну бағасы(XPOWER), орналастыру және жол тарту (FPGA Implement Map/PAR), бағдарламалау модулі (IMPACT Programmer), мәтіндік  модуль (Test bench HDLl Bencher), модельдеу жүйесі (ModelSim XE).

Қорытындылай келе интеллектуалды меншік блоктарын құрудың негізгі екі тәсілі бар. Бірінші тәсіл интеллектуалды меншік блоктарын алдын ала әзірлеме негізінде жасау болып табылады. Екіншісі мүлдем жаңа интеллектуалды меншік блоктарын құру. Интеллектуалды меншік блоктарын құру кезінде жобалаушының негізгі кездесетін мәселелеріңің бірі болып жобалау әдістемесінің жоқ болуы болып табылады. Көптеген әдістемелер коммерциялық фирмалар арқылы құрастырылып, қолданылады, және қарапайым тұтынушы ол қол жетімсіз. Және де бұндай әдістеме белгілі аппараттық және бағдарламалық жабдықтарға бағыт талған, және көп жағдайда басқа платформаға ауысу кезінде толық модернизациядан өтуді талап етеді.

Негізгі мәселелердің бірі – жылу процестерін нақты уақыт режимінде модельдеудің күрделілігі. Жылу - масса алмасу теңдеулеріне негізделген классикалық аналитикалық әдістер параметрлер арасындағы күрделі сызықтық емес тәуелділіктерді дәл есепке ала алмайды, әсіресе жылу тасымалдағыш ретінде наносұйықтықтар қолданылған жағдайда. Балама ретінде ақырлы айырмалар әдісі (FDM) және ақырлы элементтер әдісі (FEM) сияқты сандық әдістерді қарастыруға болады, алайда олардың есептеу күрделілігі айтарлықтай уақыт шығынына әкеледі. Өнеркәсіптік және энергетикалық жүйелер жағдайында, жедел шешім қабылдау талап етілетін кезде, мұндай тәсілдер жеткілікті тиімді бола бермейді. 

Соңғы жылдары деректерді интеллектуалды талдау әдістері, оның ішінде машиналық оқыту (ML - machine learning) және нейрондық желілер, күрделі процестерді болжау мен оңтайландыру міндеттерінде жоғары дәлдік көрсетуде. 

Көпқабатты перцептрондар (MLP) және деректерді өңдеудің топтық әдісі (GMDH) жүйе параметрлері арасындағы сызықтық емес тәуелділіктерді модельдеуге және олардың әрекеттерін жоғары дәлдікпен болжауға мүмкіндік береді. Алайда, мұндай модельдерді классикалық процессорларда (CPU) немесе графикалық үдеткіштерде (GPU) бағдарламалық тұрғыда жүзеге асыру үлкен есептеу ресурстарын талап етеді және деректерді өңдеу барысында жоғары кідірістерге әкелуі мүмкін. 

Бұл мәселенің шешімі ретінде FPGA (Field-Programmable Gate Array) сияқты қайта конфигурацияланатын есептеу платформаларын қолдану ұсынылады. Бұл құрылғылар дәстүрлі процессорлармен салыстырғанда келесі артықшылықтарға ие:

Есептеулерді аппараттық параллелизациялау, бұл деректерді өңдеу мен жылуалмастырғыш параметрлерін болжауды айтарлықтай жеделдетуге мүмкіндік береді.

Төмен энергия тұтыну, бұл автономды және кіріктірілген жүйелер үшін аса маңызды.

Икемділік және бейімделгіштік, себебі FPGA-ны нақты міндеттерге сәйкес динамикалық қайта бағдарламалауға болады.

Машиналық оқыту әдістері мен нейрондық желілер модельдерін FPGA архитектурасына интеграциялау деректерді автоматты түрде талдау және микропластинкалы жылуалмастырғыштарды интеллектуалды басқару үшін жаңа мүмкіндіктер ашады. Мұндай тәсіл нақты уақыт режимінде жүйенің әрекетін болжауға, басқару параметрлерін бейімдеуге және процестің энергия тиімділігін арттыруға мүмкіндік береді. 

Осылайша, микропластинкалы жылуалмастырғыштардың өнімділігін болжау және оңтайландыру үшін FPGA негізінде қайта конфигурацияланатын интеллектуалды блоктарды  жобалау және әзірлеу – өзекті ғылыми міндет болып табылады. Бұл мәселені шешу инженерлік жүйелердің энергия тиімділігін, сенімділігін және бейімделгіштігін арттыруға мүмкіндік береді. Бұл зерттеу бағыты заманауи машиналық оқыту әдістерін, қайта конфигурацияланатын есептеу технологияларын және жылу процестерін оңтайландыруға арналған инженерлік тәсілдерді біріктіреді. 

Көптеген FPGA реконфигурацияланатын болғандықтан, бұл қосымша шығындарсыз аппараттық жүзеге асыруды тез жетілдіруге және оңтайландыруға мүмкіндік береді. Дегенмен, мұндай әмбебаптылық максималды өнімділікке шектеулер қоятынын атап өту керек, және кейбір тапсырмаларда FPGA арнайы процессорлармен тең бәсекелесуге қабілетсіз. Мысалы, Nurvitadhi және басқа зерттеушілер (2017) [66] графикалық процессорлардың (Graphics Processing Unit, GPU) сандық деректермен жұмыс істеу кезінде FPGA-ға қарағанда жылдамырақ екенін көрсетті, бірақ олар энергия тұтыну тиімділігі бойынша жеңіліп қалады. Зерттеушілер Titan X Pascal және Intel Stratix 10 платформаларында сандық деректерді өңдеу жылдамдығын салыстыруға мүмкіндік алды. Энергия тиімділігі бойынша FPGA шамамен 40%-ға тиімді болды, бірақ бұл микросхеманың құнын ескергенде, бұл артықшылық өте аз екенін айта кету керек.

3.1.1 FPGA платформасында нейрондық желілерді жүзеге асыру

FPGA платформасында нейрондық желілерді жүзеге асыру көптеген нақты қолданбалы есептерде өзінің тиімділігін дәлелдеген. Түрлі архитектуралар мен есептеу модельдерін FPGA-да аппараттық түрде іске асыру арқылы жүйенің өнімділігі мен сенімділігі айтарлықтай артады. Төменде осы бағыттағы бірқатар практикалық мысалдар келтірілген.

GANGLION жүйесі (1992) — FPGA негізінде жасалған алғашқы жедел нейрондық классификаторлардың бірі болып табылады. Бұл жүйеде нейрондық желінің құрылымы аппараттық түрде сипатталып, мәліметтерді жылдам өңдеу мақсатында параллель есептеу блоктары қолданылды. GANGLION жобасы FPGA технологиясын нейрондық желілер үшін тиімді аппараттық платформа ретінде қолдануға жол ашты [1].

Spartan XC3S4000 FPGA құрылғысында feedforward нейрондық желіні іске асыру Belle тәжірибесінде жүзеге асырылды. Бұл жобада 5–6–1 құрылымындағы желі іске қосылып, 200 нс-тен төмен кідіріспен жұмыс істейтін жүйе құрылды. Жиілігі 60 МГц болатын құрылғыда нейрондық желі нақты уақыт режимінде жұмыс істеп, Belle детекторындағы ақауларды автоматты түрде анықтауға мүмкіндік берді [2].

ZynqNet (2020) — Convolutional Neural Network (CNN) архитектурасына негізделген және толықтай Zynq SoC платформасында жеделдетілген жүйе. Бұл жобада CNN желісі FPGA ішіне толығымен енгізіліп, бейне деректерді өңдеу жылдамдығы мен дәлдігі бойынша жоғары нәтижелерге қол жеткізілді. Жүйе ImageNet базасындағы суреттерді тануда жоғары өнімділік көрсетіп, дәстүрлі CPU/GPU жүйелеріне балама ретінде ұсынылды [3].

Radar emitter recognition жүйесі (2024) — FPGA көмегімен жүзеге асырылған тағы бір маңызды жоба. Бұл жүйе CNN және LSTM нейрондық желілерін біріктіріп, радар сигналдарын классификациялауға арналған. Жоба нәтижелері бойынша, FPGA құрылғысында CNN + LSTM архитектурасын іске асыру нақты уақыт режимінде сигналдарды тиімді өңдеуге мүмкіндік бергені көрсетілді. Жүйе Sensors журналында 2024 жылы жарияланған [4].

Қолжазбаны тану жүйесі (Handwriting Recognition) — Altera DE1 FPGA тақтасында LeNet типтес CNN архитектурасы негізінде жүзеге асырылған. Бұл жүйеде қолмен жазылған цифрларды тану үшін нейрондық желі аппараттық түрде сипатталып, MNIST базасындағы деректермен оқытылды. Нәтижесінде жоғары дәлдік пен төмен энергия тұтыну деңгейіне қол жеткізілді [5].

Аталған мысалдар FPGA технологиясының нейрондық желілерді нақты қосымшаларда табысты қолдануға мүмкіндік беретінін көрсетеді. Бұл бағытта жүргізілген зерттеулер аппараттық ресурстарды тиімді пайдалану, параллель өңдеуді кеңінен қолдану және энергия тиімділігін арттыру тұрғысынан ерекше маңызға ие. Сонымен қатар, бұл мысалдар инженерлік жүйелердегі нақты есептерді шешу үшін нейрондық желілердің аппараттық жүзеге асыруының кең мүмкіндіктерін дәлелдейді.

3.2 FPGA негізіндегі интеллектуалды жүйенің архитектурасы

Xilinx FPGA негізгі архитектурасы конфигурацияланатын логикалық блоктар (CLB) деп аталатын бағдарламаланатын логикалық блоктардың екі өлшемді массивінен тұрады. Төмендегі суретте FPGA Xilinx Virtex-E отбасына жататын CLB архитектурасы көрсетілген, онда төрт логикалық ұяшық (LCs) бар. Әрбір логикалық блокта 4 кіреберістен тұратын ақиқат кестеті (LUT) бар. Ақиқат кестесінің негізгі функциясы арифметикалық функцияларға және сақтау (flip-flop, яғни триггер) элементіне арналған  жылдам логика. 

Xilinx Virtex-II FPGA отбасындағы CLB, сегіз 4-кіріс LUT-тан тұрады және бұл Virtex-ІІ CLB-ға қарағанда логика көлемі бойынша екі есе артық (16-сурет). Әртүрлі версиядағы конфигурацияланатын логикалық блоктардың архитектурасы әртипті FPGA да іске асырыған сұлбалық жобалар үшін маңызды фактор болып табылады [67]. 
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Сурет 16 ‒ Virtex-ІІ конфигурацияланатын логикалық блогы

Қазіргі уақытта FPGA-да көпқабатты перцептронды (MLP) іске асырудың бірнеше әдісі ұсынылған; олардың көпшілігін Amos et al. (2006) жұмысынан табуға болады. FPGA-да MLP іске асырудың әртүрлі кезеңдері келесі бөлімде ұсынылған. 

Нейронның функциясы өлшенген қосынды функциясын 
[image: image27.wmf]å

)

(

i

ij

x

w

 есептеуден және активация функциясын қолдану арқылы нейронның күйін жаңартудан тұрады. Нейронның негізгі элементтері мыналар: 

Өлшенген соманы есептеу құрылғысы (MAC). Өлшенген қосынды күйлерін есептеу үшін қосындылардың бірнеше түрін қолдануға болады: комбинаторлық, сериялық, динамикалық және т.б. [68]. Сол сияқты көбейтуді жүзеге асырудың бірнеше әдісі бар; олар тізбекті, тізбекті/параллельді және толық параллельді. Дегенмен, FPGA технологиясын пайдалану аумаққа (өлшемге) шектеулер қояды. 

Сандық көбейтуге қажетті ауданды (немесе бетті) азайту үшін әртүрлі әдістер бар. Мысал ретінде "қатарды" есептеудің арифметикалық бірлігін қолдану мүмкіндігін келтіруге болады. Бұл әдіс регистрлерді тізбекті/параллель түрлендіруді қажет етеді, бұл кодтаудың ақпараттық шиналарын және  кедергілерді жоюға мүмкіндік береді.

MLP желісін модельдеу үшін қажетті есептеулер санын және осы есептеулерді орындауға берілген уақытты ескере отырып, соңғы әдісті қолдану қажетті деп таппадық. Xilinx кітапханасына оңтайландырылған 18 биттік көбейткіш жеткілікті болды [69]. Осылайша, бұл өлшенген соманы есептеу құрылғысы  MAC (Multiply-Accumulate) қолданылады, ол біздің жағдайда 18 биттік көбейткішпен және жинақтау алу үшін қосқышпен жүзеге асырылған, бұл төмендегі 17-суретте көрсетілген.
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Сурет 17 ‒ Көбейту-жинақтау модулі (MAC)

Активация функциясы үшін аппроксимация блогы (AF)

Бұл жағдайда қолданылатын активация функциясы – тангенциалды-сигмоидтық функция, оны тікелей жүзеге асыру өте күрделі, себебі сызықтық емес сигмоидтық функциялар үлкен есептеу ресурстарын қажет етеді. Сигмоидтық функцияны FPGA-да қарапайым схемалармен аппроксимациялаудың екі практикалық тәсілі бар.

Бірінші әдіс ‒ сызықтық аппроксимация, ол y=ax+b түріндегі сызықтардың комбинациясымен сипатталады, бұл сигмоидтық функцияны аппроксимациялау үшін қолданылады. Айта кетейік, егер сызықтар үшін коэффициенттер екілік дәрежелер түрінде таңдалса, онда сигмоидтық функцияны жылжыту және қосу операцияларының тізбегі арқылы жүзеге асыруға болады. Нейрондардың беру функцияларының көптеген жүзеге асырылуы осындай сызықтық аппроксимацияларды пайдаланады.

Екінші әдіс ‒ ақиқат кестесі арқылы (look-up tables), мұнда сигмоидтық функцияның орталық бөлігінен алынған бірқалыпты үлгілер кестеде сақталып, кейін пайдалану үшін қолжетімді болады. Сигмоидтық функцияның орталық бөлігі сыртындағы аймақтар әлі де сызықтық сегменттермен аппроксиматталады.

Салмақтар мен ығысу мәндерін сақтау құрылғысы

Салмақтардың дәлдігін таңдау ‒ бұл FPGA-да нейрондық желілерді (НЖ) іске асыруда маңызды аспектілердің бірі. Салмақтардың дәлдігі жүзеге асырылған НЖ мүмкіндіктері мен олардың іске асырылу құны арасындағы теңгерімді орнатуға пайдаланылады. Жоғары дәлдік салмақтар кванттау қателіктерінің төмен болуын білдіреді. Нейрон функциясындағы салмақтар тұрақты жадыда сақталады; бұл жадтың көлемі нейронның желідегі орнына (i-ші қабат) және кірістердің санына байланысты анықталады. кіріс нейронының тұрақты жадысы тек кі салмақты (w1, w2) және ығысу b мәнін сақтайды.

Сандық нейрондық калькуляторда қолданылатын әдістер (18-сурет). Нейрондық желілер әсіресе параллель есептеуге бейімделген. Жұмыс кезеңінде көп қабатты желі үшін параллелизмнің әртүрлі мүмкіндіктерін пайдалануға болады. Біз екі ұсынамыз олар:

‒ қабаттардағы параллелизм;

‒ көбейтінді мен көбейтіндінің қосындысын есептеудегі параллелизм.
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Сурет 18 ‒ Кіріс қабатындағы нейронға арналған есте сақтау модули

Әзірленген үш бірлікті (MAC, AF және ROM бірліктері) пайдалана отырып, Біз Суретте көрсетілген элементар нейронды құра аламыз.

Құрастырылған үш блокты MAC, AF және ROM пайдала отырып төмендегі суретте көрсетілгей біз қарапайым нейронды құра аламыз. Мұндағы MAC ‒ Multiply-Accumulate Unit, Көбейту-жинақтау, бұл бір циул ішінде көбейту мен қосуды орындайтын процессордегі (FPGA және GPU) арнайы блок. Бұл блоктың негңзгң мақсаты екі санды бір біріне көбейту және нәтижені аралық сомаға қосады. Ал AF ‒ Activation Function ‒ активация функциясы. Нейрондық желілер контекстінде бұл нейронның (немесе қабаттың) шығуына қолданылатын математикалық функция. Ол нейронның "белсендірілетінін" және сигналды одан әрі жіберетінін анықтайды. ROM Unit ‒ Read-Only Memory Unit ‒ бұл тек оқуға арналған дажы блогы (19, 20-суреттер). 

Ішкі деңгейлердегі параллелизм деректер ағынын қолданумен сипатталады. Релаксация уақыты әдетте кірістегі стимулдан бастап желінің шығысында бағалау уақытына дейінгі аралықты өлшеу арқылы (яғни, желідегі уақыт) есептеледі. Есептеулер жиыны дәйекті түрде орналасқан түрлі өңдеу модульдеріне (қабаттарға) бөлінеді. Бұл әдіс "конвейерлік" деп аталады және есептеу циклінің ұзақтығын қысқартуға мүмкіндік береді [70].
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Сурет 19 ‒ Нейрондық процессордың архитектурасы (қарапаым нейрон)

Аса үлкен ИС технологиясында әртүрлі сандық қолданбаларды іске асыруға арналған әдеби зерттеулерге сәйкес, тіркелген үтірлі сандарды ұсыну әлдеқайда кеңінен қолданылады, себебі оны жүзеге асыру жеңіл, ал сандық компьютерлердің көбісі осы типті қолдайды (Нельсон және Марсело, 2002).

Біздің зерттеуімізде 18 биттік тіркелген үтірлі ұсыну (9 бит бүтін бөлігіне және 9 бит бөлшек бөлігіне) таңдалды, себебі осы зерттеуде қолданылған ПЛИС схемаларында 18 биттік көбейткіштер бар, бұл MAC (көбейту-жинақтау) операциясын, яғни нейронның негізгі элементін жүзеге асыруды жеңілдетеді [71].
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Сурет 20‒ MLP арналған RTL схема 

Архитектура микропластиналық жылу алмастырғыштың деректерін талдау үшін FPGA-да MLP нейрондық желісін жүзеге асырады. Жүйе мыналарға арналған: 

Нақты уақыттағы нейрондық желіні енгізу. 

Датчиктерден кіріс деректерін өңдеу. 

Жүйенің өнімділігін жоғары тиімді болжау.

Функционалды модульдер: 

1. Кіріс модулі (input Interface). Сыртқы сенсорлардың қосылу интерфейсі: SPI, I2C, UART, SPI немесе GPIO. Функциялар: кіріс параметрлерін қабылдау: пластина биіктігі, Рейнольдс саны, нанобөлшектердің концентрациясы. Кіріс деректерін Буферлеу (FIFO). Деректердің тұтастығын бақылау. 

2. Алдын ала өңдеу модулі (Processing Unit). Деректерді қалыпқа келтіру (мысалы, Z-score немесе min-max әдісі). Шығарындыларды жою немесе тегістеу. Тұрақты дәлдікті қолданады (мысалы, 18 бит: бүтін бөлікке 9 бит, бөлшек бөлікке 9 бит). DSP блоктары мен ALU көмегімен жүзеге асырылады. 

3. Нейрондық желі ядросы (Neural Network Core). Негізгі есептеу блогы: MLP (әрқайсысы 8-32 нейроннан тұратын 3-5 қабат). Тұрақты дәлдік (жылдамдықты арттыру үшін). Әр қабат мыналардан тұрады: MAC блоктары (көбейту және жинақтау). Белсендіру функциялары (ROM/LUT көмегімен жүзеге асырылады). 

4. Белсендіру модулі (activation Function Unit). Белсендіру: Rely, tanh, sigmoid. LUT немесе piecewise-linear функциялары арқылы жүзеге асырылады. Логика бойынша жылдам және компам. 

5. Жад блогы (жад бөлімі). FPGA-да BRAM/Block RAM қолданады: Салмақтарды, орын ауыстыруларды және аралық мәндерді сақтау үшін. Салмақ коэффициенттері инициализация кезінде сыртқы интерфейс арқылы жүктеледі (UART/SPI). 

6. Басқару блогы (басқару бөлімі). FSM (соңғы күй машинасы). Негізгі басқару қызметі: Модульдердің жұмыс реті. Салмақтарды жүктеу. Қабаттар арасындағы деректер ағыны. 

7. Параллелизм және конвейерлеу. Модульдер деректерді параллель ағындарда өңдейді. Нейрондық желі қабаттары құбыр ретінде жұмыс істейді: Бірінші қабат жаңа кірістермен жұмыс істеп тұрғанда, екіншісі біріншісінің нәтижелерімен жұмыс істейді (6-кесте).

Кесте 6 ‒ Іске асыру ерекшеліктері

	Компонент
	Сипаттама

	Қолданылған тіл
	VHDL

	Қолданылған плата
	Virtex 6

	Тактілік жиілік
	50–100 MHz

	Мәліметтер моделі
	Fixed-point 18-bit (9.9)

	Жады
	RAM

	DSP блогі
	MAC операциялары үшін қолданылады (көбейту және жинақтау)


Үшінші бөлім бойынша қорытынды:

FPGA (Field-Programmable Gate Array) негізіндегі нейрондық желілерге негізделген интеллектуалды блоктарды әзірлеу инженерлік жүйелердің өнімділігі мен энергия үнемділігін айтарлықтай арттыруға мүмкіндік береді. FPGA құрылғыларының параллель есептеулерді жүзеге асыру қабілеті күрделі нейрондық желі модельдерін, мысалы, көпқабатты перцептрондарды (MLP), нақты уақыт режимінде тиімді іске асыруға жағдай жасайды. Зерттеу барысында микропластинкалы жылуалмастырғыштарды басқаруға арналған MLP негізіндегі архитектура ұсынылды. Бұл архитектура MAC, активация функциясы, ROM жад блогы және басқару модулінен тұрады. Мұндай шешім жүйенің жауап беру жылдамдығын арттырып, автономды және кірістірілген құрылғылар үшін энергияны үнемдеуге мүмкіндік береді.

ҚОРЫТЫНДЫ
Диссертациялық зерттеу нәтижелері бойынша қысқаша қорытынды:

Бұл диссертациялық жұмыста микропластинкалы жылуалмастырғыш секілді күрделі инженерлік жүйелердің өнімділігін талдау және болжау үшін реконфигурацияланатын аппараттық құрылымдарды, атап айтқанда FPGA (Field-Programmable Gate Array) негізіндегі интеллектуалдық IP-блоктарды қолдану тиімділігі зерттелді. Зерттеудің басты мақсаты ‒  гибридті наносұйықтықты қолдана отырып, микрожылуалмастырғыштағы Нуссельт санын анықтауға арналған интеллектуалды әдістерге негізделген модельдерді әзірлеу.

Жүргізілген зерттеулер негізінде келесі негізгі тұжырымдар жасалды:

Бірінші бөлімнің нәтижелері бойынша: біркристалды жүйелерді жобалау саласының қазіргі жағдайына жан-жақты талдау жасалды. Сандық құрылғыларды жобалауда FPGA және CPLD сынды БЛИС құрылғыларының қолдану аясы, олардың архитектуралық ерекшеліктері мен артықшылықтары сарапталды. ALTERA және Xilinx фирмаларының автоматтандырылған жобалау жүйелері қарастырылып, интеллектуалды IP-блоктарды жобалау құралдары сипатталды. Сондай-ақ, қайта конфигурацияланатын жүйелердегі метатұрақтылық мәселесі және оны шешу жолдарына назар аударылды. Сонымен қатар, жоғары деңгейлі синтез (HLS) технологиясының артықшылықтары көрсетіліп, оның интеллектуалды блоктарды әзірлеудегі тиімділігі талданды.

Екінші бөлімнің нәтижелері бойынша: микропластинкалы жылу алмастырғыштардың өнімділігін талдау мен болжау үшін қолданылатын интеллектуалды әдістер зерттелді. MLP және GMDH нейрондық желі модельдері әзірленіп, олар жылу алмастырғыштардың өнімділігіне әсер ететін негізгі факторлар — пластина биіктігі, нано материал концентрациясы және Рейнольдс саны — негізінде сынақтан өткізілді. Жасалған модельдер негізінде сезімталдықты талдау жүргізіліп, кіріс параметрлерінің ықпал ету дәрежесі анықталды. Зерттеу нәтижелері MLP мен GMDH модельдерінің болжау дәлдігі жоғары екенін, дәстүрлі әдістерге қарағанда өнімділігі мен бейімділігі жағынан басым екенін көрсетті.

Үшінші бөлімнің нәтижелері бойынша: FPGA платформасында нейрондық желі негізінде интеллектуалды блоктардың аппараттық архитектурасы әзірленді. Қайта конфигурацияланатын құрылым негізінде көпқабатты перцептрон (MLP) желісі VHDL тілінде жүзеге асырылып, нақты уақыт режімінде жұмыс істейтін жүйе прототипі жасалды. Аппараттық архитектурада нейрондық желінің әрбір қабаты FPGA логикалық ресурстары арқылы икемді түрде орындалды. Алынған блоктың көмегімен инженерлік жүйелердегі жылу процестерін нақты уақытта талдау және басқару мүмкіндігі қамтамасыз етілді. Сонымен қатар, әзірленген IP-блок нақты инженерлік жүйеге — ТОО "JDM Group" компаниясының өндірістік процестеріне — енгізілді.
Зерттеу нәтижелері мен жетістіктері:

Инженерлік жүйелерді модельдеу мен талдау: Микропластинкалы жылуалмастырғыштың жұмыс принциптері мен негізгі параметрлері зерделеніп, жүйе сипаттамасына сәйкес деректердің құрылымы анықталды. Жылуалмастырғыштағы процестердің сенсорлық деректерін тиімді талдауға бағытталған нейрондық желі құрылымдары таңдалды.

Нейрондық желілерді FPGA-да жүзеге асыру: MLP және GMDH нейрондық желілері үшін аппараттық архитектура ұсынылып, олардың RTL (Register Transfer Level) деңгейіндегі сипаттамасы жасалды. Spartan-6 FPGA платформасы негізінде жүйе VHDL тілінде жүзеге асырылып, аппараттық инференс блогы әзірленді. Фиксирленген үтірлі 18 биттік сандар форматы қолданылып, MAC (Multiply-Accumulate) құрылғылары арқылы тиімді есептеулер орындалды.

Жүйенің өнімділігі мен тиімділігін бағалау: Жасалған интеллектуалдық блоктар модельдеу ортасында тексерілді және олармен нақты өндірістік сценарийлер бойынша сынақтар жүргізілді. Ұсынылған FPGA-негізіндегі шешімнің дәстүрлі CPU және GPU негізіндегі модельдерге қарағанда энергияны тиімді пайдалану, кешігу уақытының аздығы және деректерді нақты уақытта өңдеу тұрғысынан артықшылықтары көрсетілді. GMDH желісі параметрлерге автоматты бейімделу қабілетімен ерекшеленіп, жоғары болжам дәлдігін көрсетті.

Қолданбалы мәні: Ұсынылған архитектура өнеркәсіптік жылуалмастырғыштар, энергия жүйелері және интеллектуалдық бақылау жүйелері секілді салаларда қолдануға бейімделген. Болжамдаушы IP-блоктардың қайта конфигурациялау мүмкіндігі өндірістік процестерге икемді бейімделуге жол ашады. 

Жалпы нәтижелер:

FPGA негізінде қайта конфигурацияланатын интеллектуалды блоктарды әзірлеу әдістемесі ұсынылды;

MLP және GMDH негізінде микропластинкалы жылу алмастырғыштардың өнімділігін болжау модельдері құрылды;

Сезімталдықты талдау арқылы кіріс параметрлерінің ықпал ету деңгейі бағаланды;

Дайын модельдер FPGA құрылғысына енгізіліп, нақты уақытта жұмыс істейтін жүйе ретінде жүзеге асырылды;

Ұсынылған әдістер дәстүрлі шешімдермен салыстырғанда жоғары өнімділік, дәлдік және бейімділік көрсетті.

Қорытындылай келе, ұсынылған әдістеме инженерлік жүйелерді интеллектуалдандыру, нақты уақыттағы инференс және энергия тиімді аппараттық есептеулер тұрғысынан жоғары әлеуетке ие. Болашақта зерттеу бағыты ретінде нейрондық желілердің күрделі архитектураларын (мысалы, CNN немесе RNN) FPGA-да тиімді жүзеге асыру, сондай-ақ аппараттық/бағдарламалық бірлескен (hardware/software co-design) тәсілдерді қолдану ұсынылады.
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ҚОСЫМША Ә
Программа коды
library IEEE;

use IEEE.STD_LOGIC_1164.ALL;

use IEEE.NUMERIC_STD.ALL;

entity MAC is

    Port (

        clk : in STD_LOGIC;                               -- Тактілік сигнал

        reset : in STD_LOGIC;                             -- қайта бастау

        input_1 : in signed(15 downto 0);             -- Кіріс 1 (Re)

        input_2 : in signed(15 downto 0);             -- Кіріс2 (C)

        input_3 : in signed(15 downto 0);             -- Кіріс3 (H)

        weight_1 : in signed(15 downto 0);            --  Re ге арналған салмақ

        weight_2 : in signed(15 downto 0);            -- C ға арналған салмақ

        weight_3 : in signed(15 downto 0);            -- H ға арналған салмақ

        bias : in signed(31 downto 0);                    -- Ығысу(bias)

        output_data : out signed(31 downto 0)       -- MAC нәтижесі

    );

end MAC;

architecture Behavioral of MAC is

    signal sum : signed(31 downto 0) := (others => '0');

begin

    process(clk, reset)

    begin

        if reset = '1' then

            sum <= (others => '0');

        elsif rising_edge(clk) then

            sum <= bias + (input_1 * weight_1) + (input_2 * weight_2) + (input_3 * weight_3);

        end if;

    end process;

    output_data <= sum;

end Behavioral;

library IEEE;

use IEEE.STD_LOGIC_1164.ALL;

use IEEE.STD_LOGIC_ARITH.ALL;

use IEEE.STD_LOGIC_UNSIGNED.ALL;

entity NeuralNetSystem is

    Port (

        clk       : in  STD_LOGIC;

        rst       : in  STD_LOGIC;

        input_data: in  STD_LOGIC_VECTOR(17 downto 0);

        output_data: out STD_LOGIC_VECTOR(17 downto 0)

    );

end NeuralNetSystem;

architecture Behavioral of NeuralNetSystem is

        Port (

            clk        : in  STD_LOGIC;

            rst        : in  STD_LOGIC;

            raw_data   : in  STD_LOGIC_VECTOR(17 downto 0);

            norm_data  : out STD_LOGIC_VECTOR(17 downto 0)

        );

    end component;

    component NeuralNetworkCore

        Port (

            clk        : in  STD_LOGIC;

            rst        : in  STD_LOGIC;

            in_data    : in  STD_LOGIC_VECTOR(17 downto 0);

            out_data   : out STD_LOGIC_VECTOR(17 downto 0)

        );

    end component;

    -- Signals

    signal norm_data : STD_LOGIC_VECTOR(17 downto 0);

    signal nn_output : STD_LOGIC_VECTOR(17 downto 0);

begin

    U1: PreprocessingUnit

        Port map (

            clk => clk,

            rst => rst,

            raw_data => input_data,

            norm_data => norm_data

        );

    U2: NeuralNetworkCore

        Port map (

            clk => clk,

            rst => rst,

            in_data => norm_data,

            out_data => nn_output

        );

end Behavioral;

library IEEE;

use IEEE.STD_LOGIC_1164.ALL;

use IEEE.NUMERIC_STD.ALL;

entity Activation_ReLU is

    Port (

        clk : in STD_LOGIC;                           

        input_data : in signed(31 downto 0);          

        output_data : out signed(31 downto 0)         

    );

end Activation_ReLU;

architecture Behavioral of Activation_ReLU is

begin

    process(clk)

    begin

        if rising_edge(clk) then

            if input_data > 0 then

                output_data <= input_data;

            else

                output_data <= (others => '0');

            end if;

        end if;

    end process;

end Behavioral
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